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Sammendrag

Hjertestans er den vanligste årsaken til plutselig død blant idrettsutøvere.
Dette skyldes ofte arvelige hjertesykdommer som blant annet kan oppdages
p̊a et elektrokardiogram (EKG). I denne studien ble to problemstillinger un-
dersøkt: (1) Om tolkningsalgoritmene i en klinisk anvendt elektrokardiograf er
bedre tilpasset EKG fra den generelle befolkning enn idrettsutøvere? (2) Om
moderne metoder, som kunstig intelligens (KI), kunne brukes til å forbedre da-
gens kliniske anvendte tolkningsalgoritmer slik at de kan bli bedre kalibrert for
idrettsutøvere?

For å undersøke (1) ble det registrert EKG fra 28 idrettsutøvere ved bruk av en
moderne elektrokardiograf. EKGene ble tolket av tolkningsalgoritmen i elektro-
kardiografen, og sammenlignet med en kardiologs tolkning. Tolkningsalgoritmen
klassifiserte 46% av EKGene som normale, 25% i grenseomr̊adet og 29% som
unormale. Kardiologen fulgte retningslinjene fra International Criteria, og klas-
sifiserte 93% som normale og 7% i grenseomr̊adet. Resultatene viser at tolk-
ningsalgoritmen feilvurderer noen av omr̊adene i EKGet. Dette ga i noen tilfeller
alvorlige feilklassifiseringer, som akutt hjerteinfarkt (STEMI).

For å undersøke (2) ble et stort åpent datasett av EKGer fra den generel-
le befolkning tatt i bruk. Ni ulike modeller ble trent, og validert p̊a dataset-
tet, deretter ble fire prediksjoner fra de to beste modellene forklart ved bruk
av forklarbar KI. Den beste modellen fikk en PhysioNet/CinC Challenge sk̊ar
= 0, 512± 0, 006 og en F1-sk̊ar = 0, 405± 0, 008 ved 10-ganger kryssvalidering.
Modellarkitekturene lar seg forklare ved bruk av forklarbar KI. Forklarbarheten
er viktig for modellens kliniske relevans. For videre arbeid med disse problem-
stillingene trengs tilgang til flere EKG fra idrettsutøvere.

i



ii



Forord

Denne oppgaven er utført ved Fysisk institutt, Universitetet i Oslo og i samar-
beid med Oslo Universitetssykehus. Først vil jeg f̊a takke mine veiledere; Ørjan
Grøttem Martinsen, Øyvind Haugen Lie, Christian Tronstad og Knut Gjesdal,
som har hjulpet meg og svart p̊a spørsm̊al b̊ade sent og tidlig. En ekstra takk
g̊ar til Christian, som hjalp meg med min aller første vitenskapelige publika-
sjon i forbindelse med denne oppgaven. I tillegg må jeg takke Knut Gjesdal nok
en gang for hans tolkning av de innsamlede EKGene, som er en stor del av
grunnlaget for denne oppgaven.

Jeg m̊a ogs̊a f̊a takke Dan Oddvar Strand og General Electric for et flott
samarbeid og for at jeg fikk l̊ane en splitter ny elektrokardiograf og tilgang til
all nødvendig programvare.

Takk til kjæresten min, Stine Eriksen Hammer, som jeg har delt hjemmekon-
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1. Innledning

1.1 Plutselig hjertestans blant idrettsutøvere

Plutselig hjertestans er den hyppigste årsaken til plutselig død blant unge
idrettsutøvere [1], [2], og skjer oftere enn hos jevnaldrende ikke-atleter [3], [4].
Antallet idrettsutøvere p̊a verdensbasis som dør av plutselig hjertestans hvert
år er usikkert, men estimater varierer mellom 0, 3 / 100 000 og 4, 4 / 100 000 per
år [4]–[6]. Noen idretter gir høyere risiko enn andre. For eksempel er risikoen for
plutselig hjertestans blant basketballspillere rapportert til å være 32, 3 /100 000
per år [1]. Selv om forekomsten generelt er lav er dette veldig tragiske hendelser,
som rammer ellers friske unge individer.

Det er flere sykdommer som kan føre til plutselig hjertestans [7]. Noen av disse
sykdommene har likhetstrekk med normale forandringer av hjertet som følge av
trening [8]. Dette gjør det ekstra vanskelig å skille hjertet til en toppidrettsutøver
fra et sykt hjerte. Dessuten kan hard trening være med p̊a å trigge plutselig
hjertestans dersom personen har en underliggende hjertesykdom [9].

1.2 Elektrokardiografisk tolkning

En elektrokardiograf registrerer den elektriske aktiviteten i hjertet fra elektro-
der plassert p̊a huden. Resultatet av en slik registrering er et elektrokardiogram
(EKG). EKGet er en grafisk fremstilling av den m̊alte elektriske aktiviteten i
hjertet med hensyn p̊a tid. En av fordelene med denne metoden er at den ikke
er invasiv, og ikke har noen kjente bivirkninger. En av utfordringene derimot
er at EKGet kan være vanskelig å tolke riktig, derfor kan tolkningen være tid-
krevende, og kreve høy grad av ekspertise [10]. I tillegg vil tolkning av et EKG
fra en idrettsutøver kreve spesialisering med dedikert trening i idrettskardiologi
[11].

Mange av de moderne og klinisk anvendte elektrokardiografene er i dag ut-
styrt med et innebygd tolkningsprogram. Tolkningsprogrammet gjør en analyse
av EKGet, og skriver ut tolkningstekster som antyder forskjellige sykdommer.
Studier viser flere begrensninger ved de automatiske tolkningsalgoritmene [12],
[13]. Blant annet feiltolkes ofte pasienter med arytmier, ledningsforstyrrelser og
pacemakerrytme [12]. Feiltolkningene fra de automatiske tolkningsalgoritmene
gjør at legene eller kardiologene m̊a lese over EKGene for å kvalitetssikre de.
Likevel viser en studie av Morisbak, B.& Gjesdal, K. (1999) at feil fra tolknings-
algoritmen, sammenlignet med tilfeller uten støtte fra tolkningsalgoritmen, ikke
ga noen signifikant forskjell i legenes konklusjon [14]. Samme studie viser ogs̊a
at EKGene, som er merket med korrekt tolkning av tolkningsalgoritmene gir

1



Kapittel 1

det en økning i korrekte tolkninger fra legene som leser over, sammenlignet med
tilfeller uten støtte fra tolkningsalgoritmen.

1.3 Idrettskardiologi

Det eksisterer i dag spesifikke kriterier for tolkning av EKG fra idrettsutøvere
[15]. Tolkningskriteriene tar sikte p̊a å fange opp syke idrettsutøvere med risiko
for plutselig hjertestans, men ogs̊a utpeke færre falske positive. Dette er viktig
fordi mange falske positive vil representere en tung belastning for helsevesenet,
og en mental belastning for den enkelte idrettsutøver [6].

Tolkningskriteriene for idrettsutøvere er i stadig utvikling, og Berge et al.
2015 [16] viste hvordan Seattle kriteriene fra 2013 [17] senket antallet unormale
EKG-funn fra 29, 3% (spesifiserte European society of Cardiologys anbefalinger
[18]) til 11, 2%. Videre har Refined Criteria (2014) [19] vist seg å senke antallet
falske positive ytterligere, og samtidig oppdage like mange av de syke [11], [15].

En studie har sammenlignet tolkningsalgoritmer med visuelle m̊alinger p̊a
EKG fra idrettsutøvere, og identifiserte begrensninger ved algoritme-baserte
EKG tolkninger p̊a idrettsutøvere [20]. En av hypotesene i denne masteroppga-
ven er at disse begrensningene ogs̊a er til stede for flere tolkningsalgoritmer. Det
er grunn til å tro at en tolkningsalgoritme, bedre kalibrert for idrettsutøvere, vil
kunne gjøre flere riktige tolkninger. Videre vil dette hjelpe legen til å ta flere rik-
tige avgjørelser slik Morisbak, B. & Gjesdal, K. (1999) viste ved EKG-tolkning
av den generelle befolkning [14].

1.4 Kunstig intelligens og EKG-tolkning

Tidligere studier har vist at kunstig intelligens (KI) kan brukes til å stille
diagnoser ut i fra et 1-avlednings EKG [21]–[23], i en av studiene kunne KI m̊ale
seg med kardiologers klassifisering [23]. De siste årene har KI ogs̊a vist seg å
kunne fungere p̊a 12-avlednings EKG [24]–[27], men enn̊a er det ingen som har
forsøkt å bruke KI p̊a EKG fra idrettsutøvere.

1.5 Hensikten med oppgaven

Hensikten med denne oppgaven er å undersøke to problemstillinger:

1. Er tolkningsalgoritmene i en klinisk anvendt elektrokardiograf bedre til-
passet EKG fra den generelle befolkning enn idrettsutøvere?

2. Kan moderne metoder som KI, brukes til å forbedre dagens kliniske an-
vendte tolkningsalgoritmer slik at de blir bedre kalibrert for idrettsutøvere?

I denne studien er EKGer fra toppidrettsutøvere samlet inn for å vurde-
re ytelsen til eksisterende tolkningsalgoritmer. Ytelsen til elektrokardiografens
tolkningsalgoritme blir vurdert ved å sammenligne tolkningen med en kardio-
logs tolkning. Kardiologen, som har erfaring innen idrettskardiologi, har tolket
EKGene b̊ade fra et idrettskardiologisk perspektiv og fra et ikke-idrettskardiologisk
perspektiv. P̊a denne m̊aten blir det mulig å identifisere hvorvidt tolkningsalgo-
ritmen er god eller d̊arlig til å tolke EKG fra idrettsutøvere.
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Innledning

Tilgangen til EKGer fra idrettsutøvere er en utfordring, da et høyt antall
EKGer behøves for å trene en modell basert p̊a KI. EKGene samlet inn i denne
studien er for f̊a til å trene eller validere en KI-modell. Istedenfor å trene og
validere modellene p̊a EKGer fra idrettsutøvere er modellene i denne studien
basert p̊a 12-avlednings EKG fra den generelle befolkning. EKGene kommer fra
PhysioNet/Computing in Cardiology (CinC) Challenge 2020. Datasettet best̊ar
av 43 101 EKG fra flere kilder, og har en stor variasjon i ulike diagnoser [28].
Målet er at modellarkitekturene og erfaringen vil kunne brukes videre p̊a EKGer
fra idrettsutøvere i senere studier med et tilstrekkelig antall EKGer.

For at en modell basert p̊a KI skal kunne brukes til å stille diagnoser eller
som et beslutningsverktøy for klinisk personell, er det viktig at modellen gir en
forklaring av prediksjonen og beslutningsgrunnlaget. Det er lovfestet i General
Data Protection Regulation (GDPR), artikkel 22, at dersom algoritmen tar
beslutninger p̊a vegne av mennesker, har personen rett til ikke å være underlagt
en avgjørelse utelukkende basert p̊a automatisert behandling [29].

Avanserte KI-modeller har blitt sett p̊a som svarte bokser fordi det tidli-
gere ikke har vært mulig å f̊a en forklaring p̊a prediksjonene [30]–[32]. Dette
har ført til en ny disiplin, som heter forklarbar KI. Forklarbar KI kan forklare
prediksjonen og beslutningsgrunnlaget til en ellers uforklarlig modell. I denne
masteroppgaven vil noen av dagens mest avanserte former for KI brukes til å
klassifisere EKGene. En forutsetning for at modellene skal ha klinisk relevans,
uavhengig om de skal brukes p̊a idrettsutøvere eller den generelle befolkning, er
at modellene er forklarbare.

Det overordnede m̊alet med oppgaven er å belyse problematikken rundt plut-
selig hjertestans hos idrettsutøvere, og vise hvordan nye metoder kan forbedre
diagnostikken av denne gruppen. Forskningsfeltet er viktig fordi bedre sen-
sitivitet kan forbygge tragiske hendelser, og bedre spesifisitet kan forhindre
unødvendige og kostbare videre utredninger. Studier viser at evnen til å fan-
ge opp utøvere som senere har f̊att hjertestans, samt utelukke de som ikke har
risiko for hjertestans er s̊a d̊arlig at screening ikke anbefales i Norge [33]. En
forbedret EKG-tolkningsalgoritme, spesielt kalibrert for idrettsutøvere vil kun-
ne heve niv̊aet, og hjelpe den lite erfarne EKG-tolker til å finne de som skal
henvises videre, og utelukke de friske.

1.6 Oppgavens oppbygning

Det er to deler som belyses gjennom hele oppgaven: EKG fra idrettsutøvere,
og KI p̊a EKG fra den generelle befolkning.

I teoridelen blir det gitt grunnleggende bakgrunnsinformasjon. Først gis det
en generell introduksjon om hjertet, elektrokardiografen og EKGet. Deretter
gis en innføring i idrettshjertet, og tolkningen av EKG fra idrettsutøvere. Til
slutt introduseres KI, og noen av de sentrale temaene som ligger under dette
begrepet.

I metodedelen blir det redegjort for for hva slags utstyr og framgangsm̊ater
som ble brukt i denne oppgaven. Dette omfatter planleggingen og innsamlingen
av EKG fra idrettsutøvere og utviklingen samt treningen av ni ulike modeller.

I resultatdelen presenteres aggregerte data fra idrettsutøverne som deltok i
studien. I tillegg sammenlignes EKG-tolkningene fra elektrokardiografens tolk-
ningsalgoritmer med kardiologens tolkninger. I den andre delen av resultatene
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sammenlignes de ni modellene, som er trent p̊a data fra den generelle befolknin-
gen, basert p̊a ulike sk̊aringsalgoritmer. Til slutt presenteres fire resultater fra
forklaringsmodellene, som er brukt til å forklare prediksjonen fra to av model-
lene utviklet i denne masteroppgaven.

I diskusjonsdelen blir resultatene oppsummert, diskutert og sammenlignet
med andre studier. I tillegg drøftes begrensninger ved metodene i studien.

Til slutt, i konklusjonsdelen, blir det gitt en oppsummering av oppgavens
betydning samt forslag til implementering og videre arbeid. I tillegg best̊ar opp-
gaven av 7 appendiks fra A til G. Appendiks A best̊ar av konfigurasjonen, som
ble brukt p̊a GE MAC VU360TM og MarquetteTM SL12 under datainnsam-
lingen. Appendiks B best̊ar av et eksempel p̊a en metadata-fil fra en av pa-
sientene i PhysioNet/CinC Challenge-datasettet. Appendiks C viser 10-ganger
kryssvalidert sk̊ar p̊a treningsdataene. Appendiks D viser en forvirringsmatri-
se som sammenligner diagnostiseringen fra MarquetteTM SL12 og kardiologen.
Appendiks E best̊ar av Python-implementeringen av alle de omtalte model-
larkitekturene i denne oppgaven. Appendiks F viser utregningene for makro-
sk̊arene, basert p̊a sammenligningen mellom MarquetteTM SL12 og kardiolo-
gens tolkning. Appendiks G inneholder artikkelen som ble skrevet, og publisert
i Computation in Cardiology 2020. Appendiks H viser posteren som ble pre-
sentert under Computation in Cardiology-konferansen 13-16. september 2020
(online).
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2. Teori

I dette kapittelet gis det en innføring i de mest sentrale temaene og metodene,
som senere vil bli brukt i denne oppgaven. Først gis det en kort introduksjon
til hjertets oppbygning og hjertets elektriske ledningssystem. Deretter blir det
redegjort for hva et EKG er, og hvordan det m̊ales og tolkes. Videre blir idretts-
hjertet introdusert, samt idrettskardiologiske tolkningskriterier. Til slutt blir det
redegjort for noen sentrale begreper innen medisinsk diagnostikk og statistikk
før kunstig intelligens og forklarbar kunstig intelligens blir forklart.
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Kapittel 2

2.1 Hjertet

2.1.1 Hjertets anatomi

Hjertet er en muskel med fire kammere. Det er to forkammere, som ogs̊a
kalles for atriene, og to hovedkammere, som blir kalt ventriklene. Blodet som
strømmer til hjertet fra kroppen eller lungene kommer alltid først til atriene,
og renner derfra videre til ventriklene. Ventriklene pumper blodet videre til
lungekretsløpet og kroppskretsløpet [34]. Figur 2.1 viser blodets flyt gjennom
hjertet. Atrienes funksjon er delvis å pumpe blod til ventriklene, men ogs̊a å
være et reservoar for blodet som strømmer tilbake etter sammentrekningen av
ventriklene.

Figur 2.1: Illustrasjon av blodets flyt gjennom hjertet. (1) Det venøse blodet
fra kroppen kommer inn til hjertet i høyre atrie. (2) Fra høyre atrie renner blo-
det videre til høyre ventrikkel. (3) Høyre ventrikkel pumper ut blod til lunge-
kretsløpet hvor blodet blir tilført oksygen. (4) Det oksygenrike blodet strømmer
til fra lungekretsløpet og videre til venstre atrie. (5) Blodet renner videre fra
venstre atrie til venstre ventrikkel. (6) Til slutt blir blodet pumpet ut i arteriene,
og ut i kroppen før det igjen kommer tilbake til høyre atrie, og syklusen starter
p̊a nytt. Figuren er laget i Mind the Graph (https://mindthegraph.com/) og
arbeidet er lisensiert under CC BY-SA 4.0 [35].
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2.1.2 Hjertets elektriske system

Atriene og ventriklenes finkoordinerte sammentrekninger styres av en elektrisk
impuls, som ledes gjennom hjertet. Den elektriske impulsen stimulerer muskel-
fibrene, som igjen fører til sammentrekning av musklene rundt og inni hjerte-
kamrene. Den elektriske impulsen initieres i sinusknuten og ledes fra toppen av
atriene, gjennom atriene og ned til den atrioventrikulære (AV) knuten. Dette
fører til sammentrekningen av atriene. I AV-knuten oppst̊ar det vanligvis en
forsinkelse av den elektriske impulsen. Dette gjør at atriene f̊ar tid til å fylle
ventriklene med blod [36]. Videre blir den elektriske impulsen ledet fra AV knu-
ten via His-bunten [37], hvor impulsen forgrener seg ut i høyre og venstre gren,
og deretter ut til ventriklene via Purkinje-fibrene [36]. Dette setter i gang sam-
mentrekningen av ventriklene som igjen forsyner kropp- og lungekretsløpet med
blod. Figur 2.2 illustrerer de viktigste delene av det elektriske ledningssystemet
i hjertet.

Figur 2.2: Hjertets elektriske ledningssystem. 1: Sinusknuten, 2: Den atrioventri-
kulære knuten, 3: His-bunten, 4: Høyre gren, 5: Venstre gren, 6: Purkinjefiberene.
Figuren er laget i Mind the Graph (https://mindthegraph.com/), og arbeidet
er lisensiert under CC BY-SA 4.0 [35].

2.2 Elektrokardiografen og elektrokardiogrammet

En elektrokardiograf er et instrument som m̊aler hjertets elektriske aktivitet.
Elektrokardiografen benytter seg vanligvis av mellom to til ti elektroder som
festes p̊a huden. Elektrodene klarer å fange opp de sm̊a periodiske elektriske
signalene som brer seg fra sinusknuten og utover i hjertet, men ogs̊a i krop-
pen og ut til huden. Målingen av de elektriske signalene over tid, danner en
karakteristisk kurve som kalles et EKG.

Det første EKGet fra et intakt menneskelig hjerte, ble m̊alt av Augustus D.
Waller i 1887 [38], [39]. Likevel er det Willem Einthoven som regnes som elekt-
rokardiografiens far. I perioden 1901 til 1904 oppfant han tr̊adgalvanometeret.
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Noen år senere kom tr̊adgalvanometeret p̊a markedet og ble gjort tilgjengelig for
kliniske applikasjoner. Et av de første kommersielle tr̊adgalvanometrene er vist
i figur 2.3. Tr̊adgalvanometrene var en tidlig utgave av den moderne elektrokar-
diografen slik man kjenner den i dag [39], [40]. Senere beskrev Willem Einthoven
ogs̊a et system for å plassere elektrodene p̊a kroppen, som vi i dag kjenner som
Einthovens triangel [41]. I tillegg navnga han de karakteristiske bølgene og tak-
kene i EKGet (P,Q,R,S,T og U) [42]. Til sammen ga dette Willem Einthoven
nobelprisen i medisin i 1924 for “oppdagelsen av mekanismen til elektrokardio-
grammet” [39].

I dag er elektrokardiografen mye brukt blant annet p̊a sykehus, ambulanse og
legevakt. Tall fra National Ambulatory Medical Care viser at det ble utført over
40 millioner EKG-undersøkelser i USA i 2015 [43]. To av de åpenbare fordelene,
som gjør elektrokardiografen til et mye brukt instrument, er at den er ikke-
invasiv og enkel å bruke sammenlignet med andre diagnostiske metoder, som
ekkokardiografi og MRI av hjertet.

Figur 2.3: Tr̊adgalvanometeret som Willem Einthoven utviklet. Apparatet var
forløperen til elektrokardiografen slik vi kjenner den i dag. Figuren er hentet fra
[44], og er publisert under lisensen CC0 [45]

2.2.1 12-avlednings hvile-EKG

Ved sykehus og i andre kliniske sammenhenger er 12-avlednings hvile-EKG,
med opptakslengde p̊a ti sekunder, ofte standard protokoll. Et hvile-EKG er et
EKG som utføres mens personen det m̊ales p̊a er i hvile. Standard prosedyre
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er at personen skal ligge, mens registreringen varer i ti sekunder. 12-avlednings
EKGet kobles opp ved å feste ti elektroder p̊a kroppen i en bestemt formasjon.

Plassering av elektroder i et 12-avlednings EKG

Fire av de ti elektrodene i et 12-avlednings hvile-EKG plasseres etter ret-
ningslinjene ved h̊andleddene og p̊a anklene. Tre av de seks elektrodene m̊aler
spenningen parvis mellom seg slik figur 2.4 viser. Disse tre avledningen kalles
vanligvis I, II og III.

Figur 2.4: Til venstre i figuren vises en illustrasjon av avledning I, som m̊ales
fra høyre arm til venstre arm. I midten av figuren vises en illustrasjon av av-
ledning II, som m̊ales fra høyre arm til venstre ben. Til høyre i figuren vises en
illustrasjon av avledning III, som m̊ales fra venstre arm til venstre ben. Figuren
er en tilpasset utgave av illustrasjonen hentet fra [46], av Npatchett, 2015. CC
BY-SA 4.0 [35].

De tre neste avledningene beregnes fra de samme tre elektrodene, som blir
brukt til å m̊ale avledning I, II og III. Disse avledningene kalles aVF, aVL og
aVR. En illustrasjon av disse tre avledningene er vist i figur 2.5, og utregningene
er gitt ved formel 2.1, 2.2 og 2.3 hvor
LL = venstre bein, LA =venstre arm og RA =høyre arm.

Figur 2.5: Til venstre i figuren vises en illustrasjon av hvordan avledning aV F
beregnes ut i fra m̊aling fra venstre arm, høyre arm og venstre ben. I midten
av figuren vises det hvordan avledning aV L beregnes ut i fra m̊aling fra høyre
arm, venstre ben og venstre arm. Til høyre i figuren vises en illustrasjon av
hvordan avledning aV R beregnes ut i fra m̊aling fra venstre arm, venstre ben
og høyre arm. Figuren er en tilpasset utgave av illustrasjonen hentet fra [46], av
Npatchett, 2015. CC BY-SA 4.0 [35].
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Elektroden festet til høyre ben fungerer som jord eller nullpunkt i den elektris-
ke m̊alekretsen og er med p̊a å redusere forstyrrelsene sett fra EKG-forsterkeren
[47].

aV F = LL− 1

2
(RA+ LA) (2.1)

aV L = LA− 1

2
(RA+ LL) (2.2)

aV R = RA− 1

2
(LA+ LL) (2.3)

De siste seks avledningene kalles de prekordiale avledningene. Disse har hver
sin elektrode, og m̊aler spenningsforskjellen mellom den undersøkende elektro-
den og elektroden p̊a høyre ben (jord) [48]. De seks vanlige prekordiale avled-
ningene kalles V1, V2, V3, V4, V5 og V6. Plasseringen av disse kan ses i figur
2.6.

Figur 2.6: Plassering av de prekordiale EKG-avledningene; V1, V2, V3, V4, V5
og V6. Figuren er en tilpasset utgave av illustrasjonen hentet fra [49], av Twisp,
2008. CC 0 [45]
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2.2.2 Karakteristiske bølger, takker og segmenter i et EKG

Et hjerteslag, sett p̊a et EKG (figur 2.7), best̊ar av en P-bølge, en T-bølge og
et QRS-kompleks [50]. P-bølgen representerer depolariseringen av atriene som
fører til sammentrekning av atriene. Det flate partiet mellom P-bølgen og QRS-
komplekset oppst̊ar som følge av forsinkelsen i AV-knuten, og dette partiet er
kalt PR-segmentet (eller alternativt PQ-segmentet). QRS-komplekset oppst̊ar
n̊ar den elektriske impulsen brer seg fra His-bunten, og utover i ventriklene via
grenene, og til sist ut i purkinjefibrene og muskelcellene i ventriklene. Dette kalles
ogs̊a depolarisering av ventriklene. N̊ar muskelcellene i ventriklene repolariseres,
og kommer tilbake til elektrisk hvileniv̊a, oppst̊ar T-bølgen. Segmentet mellom
slutten av S-takken (ogs̊a kalt J-punktet) og starten av T-bølgen kalles ST-
segmentet, og representerer pausen mellom depolarisering og repolarisering av
ventriklene.

Av og til er en U-bølge synlig i et EKG, slik som det er illustrert i figur 2.7.
Dette er en liten bølge, som opptrer etter T-bølgen, og representerer repolarise-
ringen av Purkinjefibrene.

I tillegg til de ulike bølgene og segmentene er det ogs̊a flere intervaller som
det ofte refereres til i analyser av EKG. Noen av de mest omtalte intervallene er
PQ/PR-intervallet, RR-intervallet, ST-intervallet og QT-intervallet. PQ/PR-
intervallet er tiden fra starten av en P-bølge til starten av QRS-komplekset.
RR-intervallet er tiden mellom to R-topper i EKGet. ST-intervallet er tiden fra
J-punktet/slutten av S-bølgen til slutten av T-bølgen. QT-intervallet er tiden fra
starten p̊a Q-bølgen til slutten av T-bølgen. I tillegg brukes ofte ogs̊a varigheten
p̊a P-bølgen og QRS-komplekset i EKG-analyser.

Figur 2.7: Et EKG med de tre karakteristiske bølgene; P, T og U, og de tre
takkene; Q, R, S, markert p̊a EKGet. Figuren er laget i Mind the Graph (https:
//mindthegraph.com/). CC BY-SA 4.0 [35].
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2.2.3 Støy i EKG-signaler

En av utfordringene med EKG-m̊alinger ligger i å kun registrere de sm̊a spen-
ningssignalene fra hjertet, og unng̊a at støy kontaminerer signalet. Det er ho-
vedsakelig tre typer støy som kontaminerer EKG-opptakene. Disse tre typene er
oscillerende grunnlinje, 50Hz støy og elektromyografisk støy [51]. Oscillerende
grunnlinje er støy som kan komme som følge av bevegelse eller respirasjon [52],
men ogs̊a endring i elektrodenes impedans [53]. Dette fremst̊ar som store bølger
med lav frekvens slik som i figur 2.8a. 50Hz støy kommer som følge av elektrisk
interferens fra nettspenningen i bygget der elektrokardiografen er plassert. Dette
kontaminerer EKGet med høyfrekvent støy, som eksempelet i figur 2.8b viser.
Elektromyografisk støy er støy som oppst̊ar som følge av aktivering av andre
muskler enn hjertet. Dette kan ses som korte perioder med støy, slik som i figur
2.8c.

(a) Støy fra respirasjon

(b) 50Hz støy

(c) Artefakter fra muskelspenninger

Figur 2.8: De tre vanligste formene for støy i EKG-signaler. (a) Viser støy som
kommer som følge av respirasjon fra personen det m̊ales p̊a. (b) Viser 50Hz
støy som ofte kommer fra nettspenningen i bygget der elektrokardiografen er
plassert. (c) Viser artefakter fra muskelspenninger fra personen det m̊ales p̊a.
Figuren er laget ved bruk av ecg plot [54].

2.2.4 Elektrokardiografiske tolkningsalgoritmer

P̊a 1950-tallet ble det mulig å konvertere analoge EKG-signaler til digital
form, dette ledet videre til digitale tolkingsalgoritmer p̊a 1960-tallet [13]. I dag
er tolkningsalgoritmene ofte implementert i elektrokardiografen. Algoritmene
som brukes for å tolke EKGer er s̊akalte ekspertsystemer, som er bygget opp
av regelbaserte algoritmer [55]. Disse algoritmene gir ofte alarmer og feiltolker
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harmløse unormaliteter i EKGet. P̊a grunn av feiltolkningene anbefales leger å
lese over EKGene, og gjøre sin egen tolkning uavhengig av resultatet fra den
automatiske EKG-tolkningen [56]. Dette er tidkrevende for legene, og krever av
og til en høy grad av ekspertise [10].

2.3 Idrettshjerte

Mange toppidrettsutøvere har strukturelle endringer p̊a hjertet som følge av
trening. Dette er hva man kaller atletisk remodellering av hjertet, ogs̊a omtalt
som idrettshjerte. Dette ble tidlig beskrevet av Joel Morganroth (Morganroth
hypotesen) i 1975. Hans hypotese sier at all trening øker muskelmassen til hjer-
tet. Styrketrening gir i hovedsak tykkere hjertevegger, og utholdenhetstrening
gir dilaterte (utvidede) hjertekamre [57]. Nyere studier viser i tillegg at idret-
ter som stiller høye krav til b̊ade O2-opptak (dynamisk komponent) og styrke
(statisk komponent) har høyere sannsynlighet for å utvikle et idrettshjerte [58].
Utviklingen av idrettshjertet kommer som en følge av tilpasningen til blant
annet det økte blodtrykket som opppst̊ar ved trening. I figur 2.9 er en rekke
idretter rangert etter deres andel av statisk og dynamisk komponent. Idretter
som for eksempel roing, padling og sykkel har spesielt høy sannsynlighet for å
utvikle et idrettshjerte.

Figur 2.9: En oversikt over statiske og dynamiske arbeidskrav for ulike idretter.
Den horisontale aksen viser graden av dynamisk komponent, mens den vertikale
aksen viser graden av statisk komponent.
Figuren er en tilpasset utgave av figur 2 i Mitchell W.H. et al. 2005 [59], gjengitt
med tillatelse fra Journal of the American College of Cardiology©.
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De strukturelle forskjellene i et idrettshjerte er vanskelige å skille fra ab-
normaliteter som disponerer til plutselig hjertestans [8]. Fire av de vanligste
patologiene som forveksles med idrettshjerter er: hypertrofisk kardiomyopati,
venstre ventrikkel non-compaction, arytmogen høyre ventrikkel kardiomyopati
og dilatert kardiomyopati [8]. Dette er illustrert i figur 2.10.

Figur 2.10: Et idrettshjerte kan forveksles med patologier som hypertrofisk
kardiomyopati, venstre ventrikkel non-compaction kardiomyopati, arytmogen
høyre ventrikkel kardiomyopati og dilatert kardiomyopati. Disse fire patologi-
ene kan føre til plutselig hjertestans. Figuren er en tilpasset utgave av figur 5 i
Sharma S. et al. 2015 [8], gjengitt med tillatelse fra Oxford University Press©.
Figuren er modifisert i Mind the Graph (https://mindthegraph.com/)

2.3.1 Patologi som ligner p̊a idrettshjerter

Hypertrofisk kardiomyopati

Hypertrofisk kardiomyopati (HCM) er en arvelig sykdom, som gir et hjerte
med unormalt tykke hjertevegger. En studie har vist en s̊a høy prevalens som
1 : 500 blant den generelle befolkning [60]. For mange er det mulig å leve et
uproblematisk liv med hypertrofisk kardiomyopati, men likevel er sykdommen
årsak til flest plutselige hjertestanser blant unge idrettsutøvere [61].

Venstre ventrikkel non-compaction kardiomyopati

Venstre ventrikkel non-compaction kardiomyopati (LVNC) ble først beskrevet
i 1990 av Chin et al. [62]. Sykdommen regnes som arvelig, og en person som har
denne sykdommen kan over tid utvikle hjertesvikt. Hjertesvikten utvikles som
følge av at hjerteveggen blir svak, fordi den ikke har normal muskelkonsistens.
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Arytmogen høyre ventrikkel kardiomyopati

Arytmogen høyre ventrikkel kardiomyopati (ARVC) er en arvelig tilstand
som kan medføre hjertesvikt. Ofte oppst̊ar forandringer først i høyre hjerte-
kammer[63], men kan affisere begge hjertekamre [64].

Hard trening over lengre tid kan gi utvidelse av høyre ventrikkel som ligner
p̊a ARVC, og hos de arvelig disponerte for ARVC, kan trening fremskynde syk-
domsutviklingen, og dessuten utløse plutselig død [8], [65]. Studier indikerer at
sykdommen kan ha en prevalens mellom 1:2500 og 1:5000 [66].

Dilatert kardiomyopati

Dilatert kardiomyopati (DCM) er i hovedsak en arvelig sykdom, som p̊avirker
hjertet ved at hjertemuskelen svekkes og hjertekammeret utvides. Dette affiserer
vanligvis venstre hjertekammer først, men kan ogs̊a p̊avirke høyre hjertekammer
sekundært. Sykdommen kan føre til hjertesvikt og plutselig hjertestans. Mange
pasienter er asymptomatiske [67]. Studier viser at sykdommen har en prevalens
p̊a omkring 1 : 2500 blant voksne [67].

For å kunne skille patologi som HCM, LVNC, ARVC og DCM fra et friskt
idrettshjerte har kardiologer verden over utarbeidet retningslinjer, for elektro-
kardiografisk tolkning av idrettsutøveres EKG. Retningslinjene er under stadig
utvikling og figur 2.11 viser utviklingen fra 2005 til 2014. Figur 2.12 viser de siste
og gjeldende retningslinjene som ble utgitt i 2017/2018 og kalles International
Criteria. Tolkningskriteriene deler en rekke funn inn i kategoriene normale tre-
ningsforandringer, forandringer i grenseomr̊adet og atletisk unormal forandring
av hjertet.

Figur 2.11: En historisk oversikt over tolkningskriteriene for idrettsutøveres
EKG fra 2005 til 2014. Illustrasjonen et hentet fra Basu, J et al 2018 [68].
CC BY-SA 4.0 [35]
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Figur 2.12: International criteria; de siste tolkningskriteriene for tolkning av
EKG fra idrettsutøvere. Forskjellige EKG-funn deles inn i tre kategorier. I den
grønne boksen er normale funn listet opp. Disse krever ikke videre utredning
dersom de blir observert i et EKG fra en idrettsutøver. Den gule boksen viser
funn som er i grenseomr̊adet. I grenseomr̊adet betyr at to eller flere funn i denne
kategorien bør føre til videre utredning. Den røde boksen inneholder funn som er
unormale hos idrettsutøvere, og krever utredning dersom ett eller flere funn blir
observert i et EKG fra en idrettsutøver. Figuren er hentet fra Drezner J.A. et
al 2020 [11] og gjengitt med tillatelse fra British Journal of Sports Medicine©.
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2.3.2 Normale treningsforandringer

Funnene som er beskrevet i denne kategorien, regnes som normale hos idretts-
utøvere og bør ikke føre til videre utredning

Økt QRS-spenning som følge av venstre eller høyre
ventrikkelhypertrofi

Spenningskriterier for venstre ventrikkelhypertrofi (VVH) innfris ofte p̊a idretts-
utøveres EKG. Fysiologisk VVH er en økning av muskelmassen i hjertet som
følge av treningen. Det finnes mange spenningskriterier og tolkningsalgoritmer
for å definere VVH [69], men Sokolow-Lyon kriteriene [70] er mest brukt, og er
definert ved formel 2.4. To studier har rapportert at Sokolow-Lyon kriteriene
for VVH oppfylles hos 45% av idrettsutøvere [71], [72]. Figur 2.13 viser et EKG
fra en person med VVH.

|V1S |+ VXR
> 3, 5mV , VXR

= max(V5R , V6R) (2.4)

(a) Avledning V1

(b) Avledning V5

Figur 2.13: EKG fra en person som innfrir Sokolow-Lyon kriteriene for VVH.
(a) Avledning V1 med markerte S-takker. (b) Avledning V5 med markerte R-
takker. Figurene er laget ved bruk av ecg plot [54].

Spenningskriterier for høyre ventrikkelhypertrofi (HVH) regnes ogs̊a som et
vanlig funn i International Criteria. En studie har rapportert en prevalens p̊a
12% for HVH blant idrettsutøvere som oppfyller Sokolow-Lyon kriteriene [73].
Sokolow-Lyon kriteriene for HVH er vist i formel 2.5. Figur 2.14 viser EKG fra
en pasient med HVH.

|V1R |+ VXS
> 1, 05mV , VXS

= max(V5S , V6S ) (2.5)
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(a) Avledning V1

(b) Avledning V5

Figur 2.14: EKG fra en person som innfrir Sokolow-Lyon kriteriene for HVH.
(a) Avledning V1 med markerte R-takker. (b) Avledning V5 med markerte S-
takker. Figurene er laget ved bruk av ecg plot [54].

Inkomplett høyresidig grenblokk (iRBBB)

Grenblokk oppst̊ar n̊ar de elektriske impulsene, som skal ledes fra His-bunten
og gjennom ledningsfibrene, er forsinket eller avbrutte. Forsinkelsen eller bloka-
den kan være venstre (venstre grenblokk (LBBB)) eller høyresidig (høyre gren-
blokk (RBBB)). Dette gir en forsinket sammentrekning av det affiserte hjerte-
kammeret [74].

Inkomplett høyresidig grenblokk (iRBBB) kan identifiseres p̊a et EKG ved
at QRS-varigheten er i intervallet > 100ms til < 120ms og at personen har et
RBBB-mønster [15]. Et RBBB- mønster kjennetegnes ved at det er en ekstra
R-takk, ogs̊a kalt et rSR-mønster i V1-avledningen og en bred S-takk i avledning
I og V6 [15]. Dette regnes for å være en normalvariant.

En studie viser til at godt trente idrettsutøvere kan forsinkelser i høyre gren/-
ventrikkelledning være et tegn p̊a fysiologisk tilpasning til trening [75]. Forsinkelsen
i høyre gren oppst̊ar som følge av økt størrelse p̊a dette hjertekammeret, og som
dermed gir økt ledningstid [15].
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Tidlig repolarisering/ST-segment elevasjon

QRS-komplekset i et EKG avsluttes med et knekkpunkt (J-punktet), som
vanligvis ligger p̊a grunnlinjen. I blant er J-punktet og starten p̊a ST-segmentet
løftet, og andre ganger fremst̊ar det som en bølge (J-bølge). Tidlig repolarise-
ring er definert som ST-elevasjon og heving av J-punktet med ≥ 0.1 mV eller
tilstedeværelse av en J-bølge [76]. Studier har rapportert en prevalens mellom
10% og 90% hos atleter, dette er høyere enn i den generelle populasjonen [76].

(a) Tidlig repolarisering med ST-heving og he-
ving av J-punktet uten J-bølge

(b) Tidlig repolarisering med J-bølge

Figur 2.15: To forskjellige former for tidlig repolarisering sett p̊a et EKG. (a)
Viser tidlig repolarisering uten J-bølge. (b) Viser tidlig repolarisering med en
tydelig J-bølge. Figurene er laget ved bruk av ecg plot [54].

Juvenilt EKG-mønster

Juvenilt EKG-mønster er definert som T-bølgeinversjon i to naboavledninger
fra V1 til V3 [77]. Dette er et vanlig funn hos utøvere yngre enn 16 år. Dette
skyldes elektrisk dominans fra høyre ventrikkel i barndommen, men dette nor-
maliserer seg gradvis i puberteten for de fleste. Hos kvinner er negative T-bølger
i V1-V3 et funn som ikke skal føre til videre utredning. Hos eldre personer kan
T-bølgeinversjon imidlertid ogs̊a være et kjennetegn p̊a ARVC [77].

Sinus bradykardi

Sinus bradykardi defineres som hjertefrekvens under 50 eller 60 slag i minut-
tet (grensen kan variere litt i forskjellige land). Dette er svært vanlig hos godt
trente idrettsutøvere. Ved fravær av symptomer som generell utmattelse, svim-
melhet eller synkope (besvimelse), regnes hjertefrekvens > 30 slag i minuttet
som normalt hos godt trente [15]

Sinusarytmi

Fysiologisk sinusarytmi beskriver variasjoner i hjertefrekvensen som følger
respirasjonen. Hjerteslagene blir raskere ved inn̊anding og langsommere ved
ut̊anding [78]. Dette er et vanlig fenomen hos idrettsutøvere og unge mennesker,
og er assosiert med god helse. Sinusarytmi kan ogs̊a være patologisk med hensyn
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p̊a rytme og frekvens, og kab forveksles med svekket sinusknutefunksjon (�sick
sinus syndrome�).

Junctional rytme eller ektopisk atrie rytme

En junctional rytme oppst̊ar n̊ar QRS-kompleksene er smale (< 120ms), som
er et tegn p̊a at de kommer fra forkammer eller His’ bunten. I tillegg er rytmen
til QRS-kompleksene raskere enn sinusrytmen / P-bølgen [15]. P̊a et EKG kan
P-bølgen mangle, være tett p̊a eller gjemme seg i QRS-komplekset eller være
uavhengig av QRS, fordi sinusfrekvensen er lavere enn QRS-frekvensen. Dette
kan komme av økt aktivitet fra vagusnerven (økt vagustonus), som er et typisk
trekk hos en idrettsutøver [15].

Ektopisk atrierytme kan ogs̊a følge av økt vagustonus. P-bølger er da til ste-
de, men med annen morfologi enn vanlige P-bølger. Ektopiske P-bølger kommer
vanligvis fra nedre del i høyre atrie, og da er P-bølgen negativ i avledninge-
ne II, III og aVF [15]. For b̊ade junctional rytme og ektopisk atrierytme bør
sinusrytmen gjenoppst̊a ved fysisk aktivitet [15].

Førstegrads AV-blokk

Første grads AV-blokk har en prevalens p̊a mellom 10% og 33% hos idretts-
utøvere [79]. Ved AV-blokk er PR/PQ-intervallet forlenget (> 200ms). Dette
for̊arsakes av forsinket ledning i AV-knuten som følge av enten økt vagustonus,
medfødte eller ervervede AV-knute-endringer. Figur 2.16 viser et utdrag av et
EKG fra en person med første grads AV-blokk.

Figur 2.16: PQ-tiden > 200ms som betyr at EKG innfrir kriteriene for 1 grads
AV-blokk. Hentet fra UiO e-læringskurs om EKG [80], av M.J.Bjaanes ©, gjen-
gitt med tillatelse av Gjesdal et al.

Annengrads AV-blokk, Mobitz type I (Wenckebachs)

Annengrads AV-blokk deles inn i to typer: Mobitz type I og Mobitz type II.
Annengrads AV-blokk - Mobitz type I, ogs̊a kalt Wenckebachs fenomen, er n̊ar
PR/PQ-intervallet øker progressivt fra slag til slag helt til det er en P-bølge
som ikke overledes, og et QRS-kompleks faller bort. Første PR-intervall etter
det bortfalte slaget er kortere enn det siste overledede PR-intervallet før det
bortfalte slaget. Mobitz type I andregrads AV-blokk er et normalfunn hos asym-
ptomatiske, veltrente atleter. Ved fysisk aktivitet burde normal 1:1 overledning
komme tilbake [15].
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2.3.3 Treningsrelaterte forandringer i grenseomr̊adet

Ved to eller flere funn i denne kategorien skal personen ifølge retningslinjene
henvises til videre utredning. Ved færre enn to funn i grenseomr̊adet og ingen
familiær sykdomshistorie relatert til hjertesykdom, skal det ikke henvises til
videre utredning.

Høyre og venstre akseavvik

Høyre akseavvik er definert ved at QRS-komplekset har sin største vektor i
feltet fra +90◦ til +180◦. Venstre akseavvik er definert ved at QRS-komplekset
har sin største vektor mellom −30◦ til −90◦. Normal akse ligger mellom −30◦

og +90◦. Ekstremt akseavvik ligger mellom 180◦ og −90◦

Aksene kan beregnes ved hjelp av avledningene i Einthovens triangel. Diagrammet
i figur 2.17 har hver 30◦ markert med en av de seks avledningene. I tillegg er
hver 30◦ ogs̊a markert med en pil, som enten peker opp eller ned. Dette indikerer
om det er en positiv (pil opp) eller negativ takk (pil ned) som m̊a til for å innfri
kriteriet.

Dersom QRS-komplekset har sin høyeste positive amplitude i avledning aVF,
er hjertets frontalplanakse omtrent +90◦, og ligger p̊a grensen mellom normal
og høyre akseavvik. Har derimot QRS-komplekset sin største amplitude i III-
avledningen, og den er negativ, er hjertets frontalplanakse p̊a −60◦, alts̊a et
venstre akseavvik.

Figur 2.17: Hexaksialt referansesystem. Diagrammet brukes til å lese av drei-
ningen til hjertets akse. Ved å finne høyeste positive amplitude eller største
negative amplitude kan hjertets dreining avgjøres. Figuren er en tilpasset utga-
ve av figuren hentet fra [81], av Mysid (2007) og modifisert i Mind the Graph
(https://mindthegraph.com/). CC 0 [45]

Høyre atrieforstørrelse

EKG-kriteriene for høyre atrieforstørrelse er at amplituden til P-bølgen i av-
ledning II og III eller V1 > 0.25mV [82]. Tidligere, i European Society of
Cardiology (ESC) sine retningslinjer fra 2005, var høyre atrieforstørrelse et kri-
terie som skulle føre til videre utredning. I de siste kriteriene er høyre atrie-
forstørrelse flyttet til funn i grenseomr̊adet.
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Venstre atrieforstørrelse

Venstre atrieforstørrelse karakteriseres ved at varigheten p̊a P-bølgen er len-
gere enn 110ms i avledning II eller at nedsenkningen av siste del av P-bølgen i
V1 har en varighet p̊a mer enn 40 ms og er minst 0, 1mV dyp [83].

Komplett høyre grenblokk (RBBB)

RBBB skiller seg fra iRBBB ved at QRS-komplekset > 120ms. Som for
iRBBB m̊a ogs̊a typiske tegn som en ekstra R bølge (rSR-mønster) i V1-avledningen
og en bred S-bølge i avledning I og V6 være tilstede for å bekrefte diagnosen
RBBB [15].

2.3.4 Atletisk unormal forandring av hjertet

Funnene som er beskrevet i denne kategorien regnes ikke som normale funn
hos en idrettsutøver. Dersom et av disse fenomenene oppdages i EKGet bør
idrettsutøveren henvises til videre utredning.

T-bølgeinversjon

T-bølgeinversjon i aVR, III og V1 er vanlig å se uavhengig av om EKGet
er fra en idrettsutøver eller ikke. T-bølgeinversjon i V1-V3 er vanlig hos unge
utøvere og T-bølgeinversjon i V1-V4 er et vanlig funn hos afro-amerikanske
idrettsutøvere. Derimot er T-bølgeinversjon i V5-V6, I og aVL å regne som et
unormalt funn og bør føre til videre utredning [11].

ST-segment senkning

ST-segmentsenkning p̊a mer enn 0, 05 mV i forhold til PR-segmentet, i to
eller flere avledninger, bør betraktes som et unormalt funn som krever videre
utredning for underliggende, strukturell hjertesykdom [15].

Patologiske Q-bølger

En Q-bølge ses p̊a som patologisk dersom den, i to eller flere hosliggende
avledninger er mer enn 40ms bred, mer enn 0.2mV dyp og dypere enn 25% av
høyden p̊a etterfølgende R-takk [11].

Komplett Venstre grenblokk (LBBB)

Komplett venstresidig grenblokk er et uvanlig funn hos idrettsutøvere, og
identifiseres ved at:

• QRS ≥ 120ms

• Dominant S-takk i V1

• Fravær av Q-takker i I, V5 og V6

• Forlenget R-varighet (> 60ms) i V5 og V6

LBBB kan knyttes til blant annet dilatert kardiomyopati, og bør derfor utredes
ved funn [15].
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QRS ≥ 140ms

Et QRS-kompleks med varighet lik eller større enn 140ms uten grenblokkmønster,
viser en kraftig intraventrikulær ledningsforstyrrelse og bør føre til nærmere ut-
redning [11].

Epsilonbølge

Epsilonbølger er definert som distinkte signaler med lav amplitude lokalisert
mellom slutten av QRS-komplekset og begynnelsen av T-bølgen i avledningene
V1-V3 [15]. Epsilonbølger er knyttet til økt risiko for ARVC.

Ventrikulær preeksitasjon

Ventrikulær preeksitasjon gir en forkortelse av PR/PQ-intervallet og bredde-
utvidelse av QRS-komplekset. N̊ar preeksitasjon sees hos en person med arytmi,
foreligger som regel et Wolf- Parkinson-White syndrom, som en sjelden gang kan
gi ventrikkelflimmer [11]. Typiske tegn ved ventrikulær preeksitasjon er

• PR/PQ-intervall ≤ 120 ms

• Tilstedeværelsen av en delta-bølge (“slurring” av det opprinnelige QRS)

• QRS-varighet ≥ 120 ms

Forlenget QT-intervall

Et QT-intervall justert for hjertefrekvensen (QTc) p̊a 470 ms eller over hos
menn og 480 ms hos kvinner regnes som et patologisk forlenget QT-intervall som
krever videre utredning [11]. Forlenget QT-intervall er assosiert med besvimelser
og plutselig uventet hjertedød.

Brugada Type I mønster

Brugadas syndrom er en sykdom i hjertets elektriske system. Det kjenne-
tegnes av buet ST-segment og forhøyelse ≥ 2mm og inversjon av T-bølgen i
avledningene V1, V2 og V3 [11]. Personer med Brugadas syndrom har økt risiko
for ventrikulære hjerterytmeforstyrrelser som kan føre til hjertestans [15], [84].

Uttalt sinus bradykardi ≤ 30 slag/min

Hjertefrekvens ≤ 30 slag i minuttet eller en sinuspause ≥ 3 sekunder kan være
normalt hos en godt trent idrettsutøver, men bør likevel føre til ytterligere eva-
luering [15]. En av diagnosene man ønsker å utelukke, er skade p̊a sinusknuten.

Tydelig første grads AV-blokk/hjerteblokk

AV-blokk der PR/PQ-intervallet er større enn 400ms, bør videre utredes [15].
Sykdommen skyldes forsinket ledningsevne i AV-knuten. Dette er en av de van-
ligste ledningsforstyrrelsene med en prevalens p̊a 1, 1% i den totale befolkningen
[85].
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Mobitz type II 2 grads AV-blokk

Mobitz type II skyldes en svikt i hjertets ledningsevne. Personer med Mobitz
type II har ofte strukturelle skader p̊a ledningssystemet i tillegg [86]. I motset-
ning til Mobitz I, som p̊a EKGet viser seg som en progressivt økende forsinkelse
mellom P-bølgene og QRS-komplekset, og som ender i bortfall av ett QRS-
kompleks, har Mobitz II plutselige bortfall av QRS-komplekser. Mobitz type ll
kan utvikle seg til en komplett hjerteblokk, og bør utredes [86].

3 grads AV-blokk

For personer med 3 grads AV-blokk er det ingen sammenheng mellom ventrikkel-
og atrierytme [87]. P̊a et EKG vil dette vise seg ved at QRS-komplekset og
P-bølgen opptrer uavhengig av hverandre.

≥ 2 ventrikulære ekstrasystoler i et 10 sekunders hvile-EKG

Ventrikulære ekstrasystoler (VES) er unormale kontraksjoner som initieres i
ventriklene i stedet for i atriene [88]. Dette viser seg p̊a EKGet ved at QRS-
komplekset kommer uventet tidlig i forhold til forventet sinusrytme. To eller
flere VES i et 10 sekunders hvile-EKG bør lede til videre utredning [15].

Supraventrikulære takykardier

Supraventrikulære takykardier er en samlebetegnelse for arytmier som oppst̊ar
i atriene med en frekvens p̊a > 100 slag i minuttet. Dette inkluderer sinustaky-
kardi, atrietakykardi, AV-nodal takykardi, atrioventrikulær reentrytakykardi,
atrieflimmer og atrieflutter [89], [90]. Atrielle takyarytmier er sjeldent livsfarlige,
men kan være et tegn p̊a hjertesykdommer som kan føre til plutselig hjertestans
[15].

Ventrikulær arytmi

I likhet med VES starter ventrikkeltakykardier i ventriklene istedenfor i atri-
ene. Ventrikulære arytmier er en hyppig årsak til plutselig død ved nesten alle
hjertesykdommer, og bør derfor alltid utredes [15], [91].

2.3.5 Screening av idrettsutøvere

Et tiltak for å avdekke patologi hos idrettsutøvere, som kan føre til plutselig
hjertestans, er å utføre hjertescreening. En studie utført i Italia mellom 1979
og 2004 rapporterte at screening med EKG reduserte forekomsten av plutselig
hjertestans blant idrettsutøvere [4]. Likevel er temaet omdiskutert, og i Norge
er det knyttet stor skepsis til å starte opp et screeningprogram. Et estimat
gjort av lederen for medisinsk avdeling ved Olympiatoppen i Norge, var at tre
norske idrettsutøvere dør årlig som følge av plutselig hjertestans. Estimatet var
at 325 000 idrettsutøvere m̊a screenes for å redde ett liv årlig [33]. Det kan være
vanskelig å rettferdiggjøre en s̊a omfattende screening for å redde relativt f̊a
liv. Screening av alle norske idrettsutøvere vil medføre store kostnader, og vil
sannsynligvis ogs̊a utpeke mange friske som syke, ogs̊a kalt falske-positive. Fordi
hjertesykdommene, som fører til plutselig hjertestans, har lav prevalens, vil selv
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en metode med høy nøyaktighet likevel gi mange falske positive sammenlignet
med sanne positive. Dette er kalt falsk positiv paradokset, og vil bli forklart
senere.

2.4 Sannsynlighet og diagnostiske tester

For å forst̊a hvordan diagnostiske tester fungerer, kan det være nyttig å ha en
grunnleggende kjennskap til sannsynlighetsberegninger. For de fleste sykdommer
kan en pasient ha to tilstander: syk eller frisk. En diagnostisk metode derimot
vil kunne ha fire forskjellige utfall: Sann positiv (SP), falsk positiv (FP), sann
negativ (SN) og falsk negativ (FN). En syk pasient som f̊ar et positivt testresul-
tat (syk) kalles en sann positiv. F̊ar den syke pasienten et negativt testresultat
(frisk) kalles det en falsk negativ. En pasient som ikke har sykdommen, men som
likevel f̊ar et positivt testresultat (syk) betegnes som en falsk positiv. Dersom
den friske personen f̊ar et negativt testresultat (frisk) er det en sann negativ
[92]. Dette kan videre brukes til å forst̊a begrepene sensitivitet og spesifisitet.
Sensitivitet, gitt ved formel 2.6, gir et m̊al p̊a hvor god en test er til å klassifisere
syke som syke. Spesifisitet, gitt ved formel 2.7, gir et m̊al p̊a hvor god testen er
p̊a å klassifisere de friske som friske.

Sensitivitet =
SP

SP + FN
(2.6)

Spesifisitet =
SN

SN + FP
(2.7)

I tillegg brukes presisjon i mange sammenhenger. Presisjon er et m̊al p̊a den
diagnostiske testens evne til å kun utpeke sanne positive, uten å peke ut falske
positive. Fra formel 2.8 ser man at en test som kun utpeker sanne positive vil
f̊a en sk̊ar p̊a 1, mens en sk̊ar p̊a 0, 5 betyr at testen utpeker like mange sanne
positive som falske positive.

Presisjon =
SP

SP + FP
(2.8)

Area under the curve (AUC) er mye brukt i diagnostiske tester, og spesi-
elt metoden som kalles Receiver operating characteristic (ROC). Dette er en
sk̊aringsalgoritme som bruker sensitivitet og spesifisitet for å beregne en sk̊ar
mellom 0 og 1. For en praktisk tilnærming til AUC-ROC-utregningen kan et
enkelt diagram benyttes slik som i figur 2.18. I dette diagrammet viser y-aksen
sensitivitet og x-aksen viser 1− spesifisitet. Punktene som utgjør de to grafene i
figur 2.18, er fra to ulike modeller; Modell 1 og Modell 2. Punkene representerer
sensitivitet og spesifisitet for ulike prediksjonsterskler for Modell 1 og Modell
2. I omr̊adet der prediksjonsterkselen er høy blir oftest sensitiviteten lav. Dette
er fordi modellen må gi en svært høy sannsynlighet for et gitt utfall dersom
sannsynligheten skal overstige prediksjonsterkselen. Der modellene har høy pre-
diksjonsterskel og lav sensitivitet er gjerne spesifisiteten høy, fordi modellen m̊a
gi en høy grad av sannsynlighet for at utfallet skal f̊a en positiv prediksjon.
Dermed utpekes færre falske positive.

I andre enden av diagrammet (figur 2.18) er det motsatt. Der prediksjons-
terskelen er lav, blir sensitiviteten ofte høy, men det gir ogs̊a en større risiko for
å utpeke flere falske positive. Spesifisiteten blir dermed lav.
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Figur 2.18: AUC-kurver for to ulike modeller. Figuren er laget i Mind the Graph
(https://mindthegraph.com/). CC BY-SA 4.0 [35]

Modell 2 i figur 2.18 har et større areal under kurven enn Modell 1. Dette betyr
at Modell 2 er bedre enn Modell 1. Modell 1 har en kurve som g̊ar diagonalt
gjennom diagrammet og siden x og y-aksen g̊ar fra 0 til 1 blir arealet under
kurven eller AUC-sk̊aren = 0, 5. Dette betyr at modellen klassifiserer riktig i
50% av tilfellene, som tilsvarer tilfeldig gjetting. Modell 2 derimot har et større
areal under kurven, som betyr at modellen klassifiserer rett i mer enn 50% av
tilfellene og dette gir en AUC-sk̊ar ≥ 0, 5. En perfekt modell vil ha en AUC-sk̊ar
= 1.

Falsk positiv paradokset

Falsk positiv paradokset viser hvordan en diagnostisk test, med b̊ade høy
sensitivitet og spesifisitet, kan gi et feil bilde av hvor god testen er. Dette gjelder
spesielt for diagnoser med lav prevalens. Som et eksempel kan man se for seg
å teste alle norske idrettsutøvere, som tilsvarer omtrent 325 000 personer [33],
for HCM, som har en prevalens p̊a omtrent 1 : 500. Videre kan det antas at en
kardiolog analyserer disse EKGene, og at analysen hadde en sensitivitet p̊a 99%
og spesifisitet p̊a 99%.

Av de 325 000 idrettsutøverne, som ble testet ville statistisk sett 650 av de
testede ha HCM og kardiologen ville klart å oppdage 643 av tilfellene, mens 7
personer ville ikke f̊a avdekket sykdommen sin. For de resterende 324 350 per-
sonene som ikke har HCM vil 1% av disse, som tilsvarer 3244 personer, feilaktig
bli oppfattet som syke. S̊a til tross for en sensitivitet p̊a 99% og spesifisitet p̊a
99% er det likevel bare

643

643 + 3244
= 0, 17

17% sannsynlighet for at en pasient har HCM dersom kardiologen stiller dia-
gnosen. Denne utfordringen gjelder for alle diagnostiske tester som brukes p̊a
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sykdommer med lav prevalens.

2.5 Kunstig intelligens

Kunstig intelligens blir av noen definert som algoritmer som er i stand til å
justere sin egen aktivitet, og som derfor tilsynelatende framst̊ar som intelligent
[93]. Dette er p̊a mange m̊ater motsetningen til regelbaserte algoritmer, ogs̊a
kalt ekspertsystemer [93], som er programmert ned til minste detalj og fremst̊ar
som mer forutsigbare.

Kunstig intelligens er et vidt begrep som omfavner et stort fagfelt med mange
underkategorier. En av de mest omtalte underkategoriene er maskinlæring hvor
man bruker statistiske metoder for å la dataprogrammer finne mønstre i store
datamengder [94]. En maskinlæringsmodell programmeres ved å mate modellen
med eksempler innenfor et gitt tema. Eksemplene som mates inn kan blant
annet være bilder, tabell-data og tidsserier for nevne noen. Mange av metodene
som brukes innenfor maskinlæring er gamle statistiske metoder, som har f̊att ny
anvendelse og relevans ettersom tilgangen p̊a regnekraft har økt.

2.5.1 Veiledet læring

Innen maskinlæring finnes det hovedsakelig tre m̊ater for algoritmene å lære
p̊a; forsterket læring, veiledet læring og ikke-veiledet læring [94]. I denne master-
oppgaven vil det fokuseres p̊a veiledet læring. Prinsippet for veiledet læring er
at hvert eksempel eller datapunkt, som mates inn til algoritmen har en ”merke-
lapp”. Merkelappen er fasiten for det aktuelle eksempelet, og er det modellen
skal forsøke å forutsi. Maskinlæringsmodellen justerer sine koeffisienter, slik at
svaret fra modellen stemmer med merkelappen for det aktuelle eksempelet. Ved
å repetere dette med flere forskjellige eksempler, s̊a trenes modellen. Etter at
modellen er trent er hensikten at modellen skal kunne forutsi merkelappen bare
ved å se et nytt eksempel.

Et annet aspekt ved læringen er at det ikke er ønskelig at modellen skal lære
for mye eller for lite av treningsdataene. En modell som har lært for mye av tre-
ningsdataene kalles en overtilpasset modell. Konsekvensen ved overtilpasning er
at modellen vil være d̊arlig p̊a å gjenkjenne nye og usette data. Motsetningen
til en overtilpasset modell er en undertilpasset modell. En undertilpasset modell
har s̊a liten grad av tilpasning til treningsdataene at den hverken klarer å gjen-
kjenne treningsdataene eller usette data. Den optimalt trente modellen er et sted
midt i mellom den undertilpassede og overtilpassede. Figur 2.19 viser eksempler
p̊a en undertilpasset, overtilpasset og optimalt tilpasset regresjonsmodell.
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Figur 2.19: Tre spredningsplott med hvert sitt eksempel p̊a kurvetilpasning (re-
gresjon) til punktene. Plottet lengst til venstre viser en kurve som er undertil-
passet til punktene i diagrammet. Plottet lengst til høyre viser en kurve som er
overtilpasset til punktene i diagrammet. Plottet i midten viser en kurve som er
nærmere optimalt tilpasset med tanke p̊a å forutsi usette data.

Å trene modellen optimalt handler om å finne den riktige balansen mellom
bias og varians, ogs̊a kalt bias-varians kompromisset. I denne sammenhengen er
bias et uttrykk for hvor godt modellen tilpasser seg til treningsdataene. En høy
bias betyr at modellen ikke er godt tilpasset treningsdataene, alts̊a er modellen
undertilpasset. En modell med høy varians betyr at det er stor variabilitet i
prediksjonene fra modellen. Høy varians kan assosieres med overtilpasning. Den
optimalt trente modellen finner man der summen av varians og bias er lavest.
Figur 2.20 viser et diagram med bias og varians som funksjon av kompleksiteten
til modellen. Figuren viser hvordan den totale feilen, representert ved bias + va-
rians, er dominert av bias, ved lav kompleksitet. Etter hvert som kompleksiteten
øker, øker ogs̊a variansen og tar over dominansen for den totale feilen.
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Figur 2.20: Bias-varians kompromisset. Bias, varians og en ureduserbar feil er
de tre typene feil som ofte finnes i en maskinlæringsmodell. Figuren viser en
typisk trend for hvordan bias dominerer den totale feilen ved lav kompleksitet
eller ved lite trening. Etter hvert som kompleksiteten øker avtar bias, og vari-
ansen tar over dominansen av den totale feilen til modellen. Omr̊adet mellom
de stiplede linjene markerer den optimale kompleksiteten for modellen for det
gitte problemet.
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Nevrale netverk

Nevrale nettverk er en maskinlæringsmetode som er inspirert av hjernen og
dens nevroner. Et kunstig nevron ble først beskrevet av McCulloch og Pitts
i 1943 [95], og senere videreutviklet av Frank Rosenblatt p̊a 50-tallet [96]. Et
enkelt nevron kan beskrives med formel 2.9, hvor wi er vekttallene og xi inn-
gangsverdiene fra i-antall inngangssignaler. Nevronets bias er uttrykt ved b.

z =

n∑
i=1

wixi + b (2.9)

Figur 2.21 kan gi en mer intuitiv forst̊aelse av det samme nevronet, som er
beskrevet med formel 2.9.

∑
...

x0

x1

xn

z

x0 · w0 + b

x1 · w1 + b

xn · wn + b

Figur 2.21: Et eksempel p̊a et kunstig nevron. Figuren er en tilpasset utgave av
Single Neuron and Perceptron (figure 1) hentet fra [97] av David Stutz©, 2020.
Gjengitt med tillatelse.

Resultatet, z, fra nevronet blir ofte behandlet av en aktiveringsfunksjon, f ,
slik at

a = f(z)

Aktiveringsfunksjonen, f , kan for eksempel være en Sigmoid-aktivering. Sigmoid-
funksjonen kan beskrives ved formel 2.10, og er vist i figur 2.22.

S(x) =
1

1 + e−x
(2.10)

De kunstige nevronene kan bygges opp lagvis, slik som i figur 2.23, hvor model-
len har 2 nevroner i inngangslaget, et skjult lag med n nevroner og et utgangslag
med 2 nevroner. Dersom modellen best̊ar av flere skjulte lag kalles modellen for
et dypt nevralt nettverk. Dette blir omtalt som en egen underkategori av ma-
skinlæring.
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Figur 2.22: Fire eksempler p̊a aktiveringsfunksjoner. Diagrammet øverst til
venstre viser en lineær aktiveringsfunksjon. Diagrammet øverst til høyre er en
Sigmoid aktiveringsfunksjon. En ReLU arkiveringsfunksjon vises i nederst vil
venstre i figuren og i nederste høyre hjørne er vises en tanh-funksjon.
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x
(2)
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Inngang
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Figur 2.23: Et nevralt nettverk med et to inngangsnoder, et skjult lag med n
noder og et utgangslag med to noder. Figuren er en tilpasset utgave av Multi-
Layer Perceptrons (figure 3 ) hentet fra [97] av David Stutz©, 2020. Gjengitt
med tillatelse.
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2.5.2 Dype nevrale nettverk

Dype nevrale nettverk er nevrale nettverk som best̊ar av flere skjulte lag. De
dype nevrale nettverkene kan igjen deles inn i flere undergrupper. Den første
undergruppen er de generelle dype nevrale nettverkene, som best̊ar av vanlige
nevroner, som tidligere er beskrevet, tillegg finnes det konvolusjonelle nevrale
nettverk, tilbakevendende eller gjentakende nevrale nettverk og dype Boltzmann
maskiner. I denne masteroppgaven vil de konvolusjonelle nevrale nettverkene f̊a
mest oppmerksomhet.

Trening av nevrale nettverk gjøres i iterasjoner der det veksles mellom å
oppdatere vekter i modellen og teste om modellen har blitt bedre. Treningssettet
deles ofte inn i batcher, som er sm̊a delsett av det totale treningssettet. Modellen
testes p̊a batchen, og deretter oppdateres vektene til modellen i henhold til
modellens ytelse p̊a batchen. Modellen f̊ar ofte trene p̊a hele treningssettet flere
ganger. Én treningsrunde p̊a hele treningssettet kalles en epoke.

Loss og Cost-funksjon

For å m̊ale hvor godt det nevrale nettverket presterer brukes en cost-funksjon.
Cost-funksjonen beregner modellens klassifiseringsfeil, eller forskjellen mellom
predikert verdi og faktisk verdi. Det er vanlig å skille mellom loss-funksjon og
cost-funksjon ved at loss-funksjonen brukes til å m̊ale feilen for et enkelt ek-
sempel, mens cost-funksjonen brukes til å beregne feilen for en batch eller hele
treningssettet.

Dersom form̊alet er å trene opp én eller flere klasser, individuelt p̊a et tre-
ningssett, er det vanlig å bruke binær kryssentropi som loss/cost-funksjon. Loss-
funksjonen for binær kryssentropi er gitt ved følgende formel:

L(y, ỹ) = −(y log ỹ + (1− y)log(1− ỹ)) (2.11)

hvor y er den faktiske verdien, mens ỹ er modellens klassifiserte verdi som et
tall mellom 0 og 1.

Cost-funksjonen for binær kryssentropi kan skrives p̊a følgende m̊ate

C(Ỹ , Y ) = − 1

n

n∑
i=1

(yi log (ỹi) + (1− yi) log(1− ỹi) , (2.12)

hvor Y inneholder alle faktiske verdier yi, Ŷ inneholder alle ỹi klassifisert av
modellen og n er antallet samples i Y og Ỹ .

Optimizer

Optimizerens oppgave er å minimere cost-funksjonen. Prinsippet bak en op-
timizer kan forklares ved å studere gradient decent-algoritmen, som er gitt ved
formel 2.13. Gradient decent-algoritmen har som m̊al å finne den optimale ko-
effisienten, θ, for å minimere cost-funksjonen C. Læringsraten, η, bestemmer
størrelsen p̊a stegene i endringen ∂C

∂θi
. En liten η vil føre til sakte konvergens mot

minimum av cost-funksjonen, mens en høy η vil kunne føre til ustabil læring.

θi+1 = θi − η
∂C
∂θi

(2.13)
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Backpropagation

For å beregne gradientene, som optimizeren bruker for å minimere cost-
funksjonen, brukes backpropagation-algoritmen i nevrale nettverk. Backpropagation
ble først foresl̊att i doktorgradsavhandlingen til Paul John Werbos i 1974 [98],
men ble for første gang tatt i bruk i et nevralt nettverk i 1986 [99]. Backpropagation-
algoritmen oppdaterer vektene i det nevrale nettverket p̊a en mer effektiv m̊ate
enn hva som var mulig tidligere. Den økte effektiviteten gjør det mulig å trene
dype nevrale nettverk.

Backpropagation-algoritmen beregner gradienten til hvert av nevronene fra
siste lag i nettverket, og mot det første laget [100]. Metoden som benyttes for å
beregne seg bakover i nettverket er kjerneregelen (formel 2.14).

∂f

∂x
=
∂f

∂u

∂u

∂x
(2.14)

I figur 2.24 er det illustrert hvordan kjerneregelen kan tas i bruk p̊a et nevralt

nettverk for å regne ut ∂L
∂z2

og dermed beregne gradienten til utgangen fra x
(2)
1 :

∂L
∂z2

=
∂L
∂q1

∂q1
∂z2

Eksempelet i figur 2.24 er forenklet ved å anta at nevronene kun benytter
lineær aktiveringsfunksjon.
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Figur 2.24: En illustrasjon av backpropagation i et nevralt nettverk. Figuren
er en tilpasset utgave av Backpropagation (figure 4) hentet fra [97] av David
Stutz©, 2020. Gjengitt med tillatelse.

Hyperparametre

I dype nevrale nettverk, og generelt for de fleste maskinlæringsalgoritmer, er
det visse parametre som kan endres, og som kan p̊avirke utfallet av treningen.
Eksempler p̊a slike parametre er optimizer, læringsrate, batch-størrelse og ulike
regulariseringsparametre for å nevne noen. Disse kalles hyperparametre og kan
optimaliseres for å maksimere ytelsen til en modell for en gitt oppgave.
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2.5.3 Konvolusjonelle nevrale nettverk

Konvolusjonelle nevrale nettverk (CNN) vil nesten alltid regnes som dype
nevrale nettverk fordi de oftest best̊ar av mange lag og mange matematiske
operasjoner. CNN-modeller er først og fremst kjent for sin evne til å utføre bilde-
gjenkjenning i b̊ade det 2-dimensjonale og i det 3-dimensjonale rom, men det kan
ogs̊a brukes p̊a 1-dimensjonale data, som for eksempel naturlig spr̊akbehandling
og tidsserier.

Konvolusjon

For å forst̊a CNN-modeller og hvordan disse fungerer er det viktig å forst̊a hva
konvolusjon er. I denne studien er 1-dimensjonelle CNN brukt. En 1-dimensjonell
konvolusjonell matematisk operasjon gjøres ved beregne dotproduktet (formel
2.15) mellom to tallrekker. For et konvolusjonelt lag i en CNN-modell kan dette
vises ved figur 2.25, hvor en konvolusjonskjerne best̊aende av to elementer brukes
p̊a data best̊aende av ett konvolusjonsfilter.

a · b =

n∑
i=1

aibi (2.15)

Figur 2.25: Eksempel p̊a 1-dimensjonal konvolusjon. Den bl̊a tallrekken,
best̊aende fire tall, er dataene som skal behandles av den gule konvolusjonskjer-
nen, best̊aende av to tall. Ved å beregne dotproduktet mellom konvolusjons-
kjerner og de to første tallene i data-tallrekken blir resultatet det første tallet
i konvolusjonen. Etter denne matematiske operasjonen forflyttes konvolusjons-
kjernen ett tall videre i data-tallrekken og gjør en ny beregning av dotproduktet.
Den grønne resulterende tallrekken er resultatet av konvolusjonen.
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Maks pooling

Maks pool-laget brukes i sammenheng med konvolusjonelle lag. Egenskapen til
maks pool laget er å redusere størrelsen til dataene som behandles av nettverket.
Dette resulterer i færre beregninger og raskere trening av nettverket, men kan
ogs̊a føre til tap av viktig informasjon. Figur 2.26 viser et eksempel p̊a en maks
pool operasjon med en pool-størrelse p̊a fire.

Figur 2.26: Et eksempel p̊a en 1-dimensjonal maks pool operasjon. I det aktuelle
eksempelet har maks pool operasjonen en pool-størrelse = 4. Dette betyr at
tallrekken som blir behandlet av maks pool-operasjonen blir delt opp i sekvenser
p̊a fire. Deretter blir alt bortsett fra det høyeste tallet fjernet.

Global gjennomsnittlig pooling

Global gjennomsnittlig pooling (fritt oversatt fra global average pooling) er
et lag som oftest brukes helt mot slutten av et konvolusjonelt nevralt nettverk.
Global gjennomsnittlig pooling tar gjennomsnittet av alle egenskapene p̊a tvers
av alle konvolusjonsfiltrene fra tidligere konvolusjonelle operasjoner i nettverket.
Gjennomsnittsverdiene danner en 1-dimensjonell vektor som kan brukes til en
endelig klassifisering av en aktiveringsfunksjon [101]. Et eksempel p̊a en global
gjennomsnittlig pooling-operasjon er vist i figur 2.27.

Figur 2.27: Et eksempel p̊a en 1-dimensjonel global gjennomsnittlig pooling-
operasjon. I det aktuelle eksemplet blir global gjennomsnittlig pooling-
operasjonen brukt p̊a data med fire konvolusjonsfiltre med en signallengde p̊a
fire. Resultatet er at det for hvert konvolusjonsfilter blir beregnet en gjennom-
snittsverdi, som resulterer i en ny vektor med redusert dimensjonalitet.
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Normaliseringslag

I konvolusjonelle nevrale nettverk er det vanlig å legge et normaliserings-
lag mellom et konvolusjonslag og aktiveringsfunksjonen. µ og σ er henholds-
vis gjennomsnittet og standardavviket til X. La X være en vektor, slik at
X ∈ x1, x2, x3, ..., xn Da kan den normaliserte verdien for xi ; zi beregnes ved
formel 2.16.

zi =
xi − µ
σ

(2.16)

En av normaliseringsteknikkene er kalt batch-normalisering. Denne metoden
beregner gjennomsnittet og variansen for alle egenskapene i en batch, og norma-
liserer alle egenskapene. Studier viser at batch-normalisering stabiliserer trenin-
gen, slik at treningen kan gjøres med høyere læringsrate, som fører til raskere
konvergens mot optimal cost-funksjon, og dermed korter ned treningstiden [102].

Der batch-normaliseringslaget normaliserer alle egenskapene, ogs̊a p̊a tvers av
kanalene over en hel batch, gjør instance normaliseringslaget det noe annerledes
ved å normalisere egenskapene individuelt for hver konvolusjonsfilter i hver batch
[103].

Dropout

Dropout-laget ble for første gang beskrevet av Srivastava & Hinton i 2014.
De beskrev at hensikten med dropout-laget er å unng̊a overtilpasning av mo-
dellen ved å utelate noen av nevronene under treningen av et nevralt nettverk
[104]. Hvilke nevroner som blir utelatt blir trukket tilfeldig før hver epoke. I
TensorFlow [105] er Dropout-laget implementert, slik at en kan bestemme hvor
mange nevroner som skal utelates i hvert dropout-lag. I tabell 2.1 vises et ek-
sempel p̊a hvordan et dropout-lag kan brukes i TensorFlow. For det aktuelle
eksempelet vil 16 tilfeldige nevroner utelates av de totalt 32 nevronene i laget
før dropout-laget.

Tabell 2.1: Kodeutklippet viser hvordan en dropout-operasjon kan brukes i et
nevralt nettverk. Halvparten av de 32 nevronene i laget før dropout-operasjonen
vil utelates under treningen. Hvilke av nevronene som utelates trekkes tilfeldig
før hver epoke.

model.add(Dense(32))

model.add(Dropout(0.5))

model.add(Dense(1))

Oppmerksomhetsmekanisme

En oppmerksomhetsmekanisme (fritt oversatt fra Attention Machanism) i en
1-dimensjonell CNN-modell, for tidsserie-klassifisering, brukes for å lære hvilke
deler av tidsserien som er viktig for klassifiseringen. Dette har vist seg å være
nyttig i disiplinen spr̊akgjenkjenning og i transformer nettverk som brukes av
DeepMind i AlphaFold [106].
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For å forst̊a hvordan en oppmerksomhetsmekanisme fungerer m̊a man forst̊a
softmax. Softmax er en aktiveringsfunksjon der summen av aktiveringene, σ, for
alle inngangsverdiene, zi, kan summeres til 1. Softmax-funksjonen er gitt ved
formel 2.17, der σ(Z)i gir sannsynligheten for elementet i av totalt K-elementer
i vektoren Z

σ(Z)i =
ezi∑K
j=1 e

zj
(2.17)

Softmax brukes typisk som siste aktivering i et klassifiseringsproblem der
det kun finnes ett korrekt svar blant to eller flere klasser. Softmax-laget kan
ogs̊a brukes til å vekte ulike egenskaper i et nevralt nettverk, slik det gjør i en
oppmerksomhetsmekanisme.

En oppmerksomhetsmekanisme for tidsserier fungerer ved å multiplisere vek-
torer av samme lengde. Vektor 1 føres først gjennom et softmax-lag, før den
multipliseres med Vektor 2. Den resulterende vektoren, Vektor 3, er en vekting
av elementene i Vektor 2, basert p̊a aktiveringen av alle elementene i Vektor 1.

2.5.4 Ensemble modeller

Ensemble modell er et begrep innen maskinlæring og betyr at man kom-
binerer klassifiseringsresultat fra flere modeller. I motsetning til enkeltst̊aende
maskinlæringsmodeller, som har én hypotese for å løse klassifiseringsproblemet,
har ensemble modellen flere hypoteser, som til sammen stemmer over den beste
løsningen p̊a problemet [107]. Målet er at den samlede prediksjonen skal overg̊a
ytelsen til en enkelt modell. Ensemble modeller har vist seg spesielt nyttig p̊a
klassifiseringsproblemer med mange klasser der hvert resultat kan ha en positiv
prediksjon for flere klasser samtidig (multi-label klassifisering). For klassifise-
ringsproblemer med mange klasser har det vist seg nyttig å dele klassifiseringen
i flere sm̊a klassifiseringsproblem [108].

Label space partitioning classifier

Label space partitioning classifier er en klyngealgoritme som deler det totale
antall klasser inn i flere sm̊a klassifiseringsproblem. Hver klynge kan betraktes
som et uavhengig klassifiseringsproblem og klyngene kan best̊a av de samme
klassene flere ganger. Resultatet av klassifiseringen er ∪ av resultatene fra hver
av de mindre klassifiseringsproblemene [108].

Klassifiseringskjeder

Denne metoden er basert p̊a J. Read et al 2009 [109]. Klassifiseringskjeder
bygger p̊a Binær relevans-metoden, som er en godt egnet metode for multi-
label klassifisering [110]. Klassifiseringskjeden konstruerer en sannsynlighetsba-
sert kjede av klassifiseringer per klasse. For L antall klasser trener den L klassi-
fiseringsmodeller. Den første modellen blir trent til å bare klassifisere den første
klassen, basert p̊a alle tilgjengelige egenskaper. Deretter blir den neste modellen
trent til å klassifisere den neste klassen, basert alle tilgjengelige egenskaper og
klassifiseringsresultatet fra den første modellen. Slik fortsetter det helt det er
trent en modell for samtlige L klasser. Treningsrekkefølgen for klassifiseringskje-
der følger samme rekkefølge som klassene er gitt i treningssettet.
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Tilfeldige beslutningsskoger

Tilfeldige beslutningsskoger ble først foresl̊att av Tin Kam Ho i 1995 [111],
og baserer seg p̊a beslutningstrær. Tilfeldige beslutningsskoger er i seg selv en
ensemble modell, fordi den best̊ar av flere beslutningstrær som stemmer p̊a en
endelig klassifisering.

Et av suksesskriteriene for tilfeldige beslutningsskoger er å redusere korrela-
sjonen mellom beslutningstrærne, og p̊a den m̊aten reduseres ogs̊a variansen til
modellen [112]. Dette gjør at kompleksiteten til modellen kan økes uten at mo-
dellen blir overtilpasset, sammenlignet med et enkelt beslutningstre. I figur 2.28
er det illustrert et eksempel p̊a en tilfeldig beslutningsskog-algoritme, best̊aende
av n beslutningstrær. Resultatene fra beslutningstrærne blir evaluert av en ma-
jority vote-algoritme, som summerer opp sannsynlighetene for de forskjellige
klassene og gjør en endelig prediksjon.

En majority vote-algoritme fungerer ved å sammenstille klassifiseringsresul-
tater fra flere modeller, som klassifiserer de samme klassene. Den endelige klas-
sifiseringen, basert p̊a majority vote-algoritmen blir avgjort ved at mer enn
halvparten (majoriteten) av modellene stemmer p̊a et utfall.

Figur 2.28: En tilfeldig beslutningsskog som best̊ar av n beslutningstrær, og
som tilsammen danner en beslutningsskog. Klassifiseringsresultatet for hvert
beslutningstre blir evaluert av en majority vote-klynge, som gjør en endelig
prediksjon. Figuren er en tilpasset utgave av illustrasjonen laget av Venkata
Jagannath og hentet fra [113]. Figuren er modifisert i Mind the Graph (https:
//mindthegraph.com/). CC BY-SA 4.0 [35].
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2.5.5 Maskinlæring og datamengder

Hvor mye data som trengs for å trene maskinlæringsmodeller og oppn̊a en
akseptabel sk̊ar er avhengig av flere ting. Blant annet kvaliteten p̊a dataene og
kvaliteten p̊a annoteringene (ved veiledet læring). I tillegg er kompleksiteten
til modellen som skal trenes avgjørende for hvor mye data som trengs. Figur
2.29 illustrerer hvordan tradisjonelle maskinlæringsmetoder viser seg å ha bed-
re ytelse enn de mer komplekse modellene, som er basert p̊a dyp læring, ved
sm̊a datamengder. N̊ar datamengden øker ser det ut til at ytelsen til maskin-
læringsmodellene avtar, mens modellene basert p̊a dyp læring fortsetter å stige,
og presterer etter hvert bedre enn de enklere maskinlæringsmodellene.

Figur 2.29: En illustrasjon p̊a hvordan man forventer at modeller basert p̊a dyp
læring skal overg̊a gamle og tradisjonelle maskinlæringsmodeller dersom en viss
mengde data er gitt. Figuren er en tilpasset utgave av Figur 7 i Alom, Md Z et
al. 2019 [114]. CC BY 4.0 [35]

I noen tilfeller vil det være vanskelig å skaffe nok data innenfor et domene til å
oppn̊a ønsket ytelse av maskinlæringsmodellen. En mulighet er å trene en modell
p̊a et lignende domene der tilgangen p̊a data er tilstrekkelig, og deretter trene
den samme modellen p̊a det mindre datagrunnlaget til det opprinnelige domenet.
Dette er en metode som gir muligheten til å oppn̊a akseptable resultater selv
n̊ar datagrunnlaget er lite. Dette kalles Transfer Learning.

Transfer Learning

Transfer Learning er er begrep som brukes innen maskinlæring og dyp læring.
Transfer Learning dreier seg om å bruke kunnskap fra et domene til å løse et
annet, men beslektet problem (illustrert i figur 2.30). Denne metoden er allerede
mye brukt blant annet ved bildegjenkjenning. Ved bruk av TensorFlow [105] kan
man for eksempel laste ned populære bildegjenkjenningsmodeller, som ResNet50
og VGG16, med ferdig trente vekttall. Modellene er trent p̊a en rekke forskjellige
bilder i ImageNet-databasen [115]. Fordelen er at de forh̊andstrente modellene
allerede har lært seg å kjenne igjen objekter, kanter og kontraster i et bilde.
Dette gjør at modellen raskere kommer opp p̊a et akseptabelt niv̊a ved trening
p̊a nye objekter.

Transfer learning har ogs̊a blitt brukt p̊a andre domener enn bildegjenkjen-
ning. For eksempel har en studie vist hvordan en modell, trent til å gjenkjenne
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ulike arytmier i EKG fra mennesker, kan “re-trenes” p̊a EKG fra hester, og gi
en akseptabel ytelse i å gjenkjenne ulike arytmier hos hester [116].

Figur 2.30: En illustrasjon av prinsippet bak Transfer Learning. Modellen kan
trenes p̊a et stort datasett A, og deretter trenes p̊a et mindre, men beslektet
datasett B. P̊a denne m̊aten kan det oppn̊as et bedre klassifiseringsresultat enn
dersom modellen kun var trent p̊a datasett B.

2.5.6 Forklarbar kunstig intelligens

I innledningen ble det gitt en kort introduksjon til forklarbar kunstig intel-
ligens. Blant annet ble det forklart at GDPR gir en person, som er underlagt
en avgjørelse fra en algoritme, retten til en menneskelig gjennomgang av resul-
tatene [29]. En annen grunn til å implementere forklarbar kunstig intelligens
er for å verifisere at grunnlaget for beslutningen er riktig. Komplekse modeller
vil kunne se sammenhenger der mennesker ikke kan se dem, men av og til kan
man med sikkerhet si at modellen tar feil. En slik feil kan illustreres med et
eksempel, som ble presentert i Ribeiro et al. 2016 [117]. I denne studien ble en
enkel modell trent opp p̊a et datasett med bilder av huskyer og ulver. Form̊alet
med modellen var å kunne skille mellom bilder av huskyer og bilder av ulver.
Modellen ble testet p̊a et balansert testsett, best̊aende av 10 bilder, hvorav mo-
dellen klassifiserte 8 riktig og 2 uriktig. 80% nøyaktighet kan tilsynelatende se
ut som en god modell, men forklaringen til prediksjonen, vist i figur 2.31b, vi-
ser at beslutningsgrunnlaget til modellen ikke er tuftet p̊a ulven eller huskyens
utseende, men snøen i bakgrunnen.
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(a) Husky (b) Forklaring

Figur 2.31: Forklarbar kunstig intelligens p̊a husky og ulvehoder. (a) Viser et
bilde av en husky som ukorrekt ble klassifisert som en ulv av en
husky/ulv- klassifiseringsmodell. (b) Viser modellens beslutningsgrunnlag, og
det som er farget med gr̊att var ikke viktig for prediksjonen, i følge modellen.
Resultatet er at det ser ut til at snøen i bakgrunnen var det viktigste for pre-
diksjonen. Figurene er hentet fra Ribeiro et al. 2016 [117], Figure 11. Figuren
er gjengitt med tillatelse fra Ribeiro et al. 2016.

Forskjellige forklaringsmetoder

Forklarbar KI kan deles inn i to hovedkategorier; globale forklaringsmodeller
og lokale forklaringsmodeller [118]. De globale forklaringsmodellene har som
form̊al å foklare hvordan modellen fungerer for alle mulige eksempler, mens de
lokale forklaringsmodellene forklarer hver enkelt prediksjon [119], [120].

Lokale forklaringsmodeller kan igjen deles inn i to underkategorier; modell-
spesifikk og modell-agnostisk [118]. Den modell-spesifikke forklaringsmodellen
er knyttet til selve modellen, mens modell-agnostiske forklaringsmetoder skiller
forklaringen fra modellen, og behandler modellen som en svart boks [117].

LIME (Local Interpretable Model-Agnostic Explanations)

Et eksempel p̊a et populært rammeverk i Python, som kan brukes til å imple-
mentere lokale modell-agnostiske forklaringer, er LIME. LIME trener en lineær
og forklarbar surrogatmodell, ved å observere klassifiseringsresultatet til model-
len den skal forklare, samtidig som den gjør sm̊a endringer i input-dataene. P̊a
denne m̊aten avdekkes viktigheten av de forskjellige egenskapene i input-dataene
for det aktuelle klassifiseringseksemplet [117].

Ribeiro et al. 2016 forklarer LIME ved å si at dersom forklaringsmodellen
g ∈ G hvor G er en potensielt forklarbar modell, s̊a kan forklaringen, ξ, for
eksempelet, x, finnes ved å minimere loss-funksjonen L(f, g, πx) [117]. I loss-
funksjonen L er f den originale modellen som skal forklares, g er forklarings-
modellen og πx er et mål p̊a avstanden til “nærmeste nabo” for eksempelet x
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for den originale modellens komplekse klassifiseringsfunksjon [117], [121]. Figur
2.32 viser den komplekse klassifiseringsmodellen p̊a en intuitiv m̊ate. I tillegg er
forklaringen, ξ, avhengig av modellens kompleksitet gitt ved Ω(g), slik at ξ kan
uttrykkes slik ved formel 2.18.

ξ(x) = argmin
g∈G

L(f, g, πx) + Ω(g) (2.18)

Figur 2.32: Den rosa og bl̊a bakgrunnen illustrerer beslutningen til en kompleks
og ulineær klassifiseringsmodell [117]. Den stiplede linjen representerer den li-
neære forklaringsmodellen, som er trent p̊a datasettet Z, representert ved de
røde kryssene og de bl̊a runde prikkene. Det uthevede røde krysset er eksemplet
som blir forklart av modellen. Figuren er hentet fra Ribeiro et al. 2016 [117],
Figure 3. Figuren er gjengitt med tillatelse fra Ribeiro et al. 2016.

L(f, g, πx) kan uttrykkes ved formel 2.19

L(f, g, πx) =
∑
z,z′∈Z

πx(z)(f(z)− g(z′))2 (2.19)

hvor

πx(z) = exp(
−D(x, z)2

σ2

som av Ribeiro et al. 2016 er definert som en “eksponentiell kernel definert
med en avstandsfunksjon D og med bredde σ” [117]. Videre er f(z) den originale
modellens klassifisering av z og g(z′) = wg · z′ som representerer forklaringsmo-
dellens prediksjon av z basert p̊a forklaringsmodellens treningssett Z [117].
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3. Metode

Dette kapittelet tar for seg fremgangsm̊aten og utstyret, som ble brukt for å
oppn̊a resultatene i denne oppgaven. Første del av kapittelet redegjør for hvor-
dan data fra toppidrettsutøvere ble samlet inn, og hvordan disse ble analysert.
I andre del forklares stegene i å trene en maskinlæringsmodell basert p̊a åpne
EKG fra den generelle befolkning.

3.1 EKG-registreringer p̊a idrettsutøvere

I denne masteroppgaven undersøkes det blant annet hvorvidt dagens innebyg-
de EKG-tolkningsalgoritmer gjør feil n̊ar de analyserer EKG fra idrettsutøvere.
For å finne ut av dette ble idrettsutøvere fra fem ulike idretter invitert til å
delta. Det ble samlet inn 10 sekunders 12-avlednings hvile-EKG, samt noen
personopplysninger fra hver av deltakerne.
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3.1.1 Utstyr

GE MAC VU360TM

En moderne elektrokardiograf fra General Electric (GE) av typen, GE MAC
VU360TM , ble brukt til å registrere EKG p̊a idrettsutøverne. Apparatet var
utstyrt med 10 ledninger som gjorde det mulig å utføre et 12-avlednings EKG.
Konfigurasjonen som ble brukt, p̊a GE MAC VU360TM , er lagt ved i appendiks
A. Et bilde av elektrokardiografen er vist i figur 3.1.

Figur 3.1: GE MAC VU360TM elektrokardiograf sett fra operatørens perspektiv.
GE Healthcare©. Figuren er gjengitt med tillatelse fra GE Healthcare Norge.
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Elektroder og plassering

GE MAC VU360TM har en digital plasseringsassistent, som benytter seg av
impedansen mellom elektrodene for å avgjøre om elektrodene er plassert riktig
p̊a kroppen. Denne funksjonen ble benyttet for å kvalitetssikre at plasseringen av
elektrodene ble gjort riktig. Elektrodene som ble benyttet til ekstremitetsavled-
ningene ble plassert p̊a h̊andleddene og anklene. Elektrodene for de prekordiale
avledningene ble plassert slik Figur 2.6 viser.

Elektrodene som ble brukt under EKG-registreringen er av typen
Ambu© BlueSensorTM Q [122] fra Ballerup i Danmark. Elektroden er vist i
figur 3.2, og er en engangselektrode ment for EKG-registreringer.

Figur 3.2: Ambu© BlueSensorTM Q. Elektroden ble brukt til å registrere EKG
p̊a toppidrettsutøvere i arbeidet med denne masteroppgaven. Figuren er gjengitt
med tillatelse fra Ambu©.

GE MarquetteTM SL12

GE MAC VU360TM -apparatet som ble brukt i denne oppgaven er utstyrt
med en innbygget tolkningsalgoritme, GE MarquetteTM SL12 (versjon 23).
Algoritmen tolket EKGet automatisk etter at hver enkelt registrering var utført.

Hvert EKG ble automatisk lagret p̊a GE MAC VU360TM -apparatet i filfor-
matet .ecg. Filene ble overført via USB til en frittst̊aende PC med programvaren
CardioSoftTM (Versjon V6.73).

CardioSoftTM

CardioSoftTM er en programvare fra GE som kan åpne og behandle EKG-
filene fra GE MAC VU360TM . CardioSoftTM gir brukeren mulighet til blant
annet å eksportere EKG-data til andre filformat som Excel, XML, PDF og Word.
I denne oppgaven ble eksportering til XML og PDF benyttet. PDF-formatet
ble senere benyttet av kardiologen for å analysere EKGene. XML-formatet ble
valgt fordi det ga mest informasjon. XML-formatet var det eneste filformatet
som inneholdt r̊adataene fra EKGet. PDF og XML-filene som ble eksportert fra
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CardioSoftTM ble lagt i en kryptert mappe, deretter komprimert og importert
til TSD (Tjenester for Sensitive Data).

3.1.2 Planlegging, rekruttering og utføring av registrerin-
gene

Søknadsprosess

For å innhente fysiologiske data og lagre persondata trengs godkjenning fra
Norsk senter for forskningsdata (NSD). I tillegg trengs godkjenning fra Regional
etisk komite (REK) for prosjekter der form̊alet er å skaffe ny kunnskap om helse
og sykdommer. Dessuten har Universitet i Oslo (UiO) egne rutiner for innhen-
ting og oppbevaring av persondata. Figur 3.3 illustrer prosessen i denne mas-
teroppgaven fra REK-søknad til rekruttering av idrettsutøvere kunne begynne.

Prosjektet falt ikke under REKs mandat, derfor gjorde de heller ingen vur-
dering av prosjektet. Derimot er prosjektet godkjent og registrert hos NSD og
Forskpro1. I tillegg er TSD benyttet for å oppbevare og analysere de innsamle-
de dataene under prosjektperioden. TSD gir brukeren et sikkert prosjektomr̊ade
p̊a en virtuell maskin, som oppfyller lovkravene om behandling og lagring av
sensitive data.

Rekruttering og kriterier

Kriteriene for deltakelse i denne studien var at deltakeren m̊atte være til-
knyttet et landslag innen idrettene roing, padling, landeveisykkel, triatlon eller
lengdeløpsskøyter. Utøverne m̊atte være aktive eller ha lagt opp under ett år
før studien startet. Deltakere ble rekruttert ved å sende ledelsen i de forskjel-
lige særforbundene et informasjonsskriv med invitasjon til å delta i studien.
Særforbundene som ble kontaktet var roing, padling, landeveisykkel, triatlon
og lengdeløpsskøyter. Utøverne som ønsket å være med ga et uformelt svar, og
senere ble det avtalt en tid for n̊ar registreringen skulle finne sted.

Testdag

EKG-registreringene fant sted i 4.etasje i Sem Sælands vei 24 (fysikkbygget)
p̊a Blindern ved UiO. Registreringene ble utført i tidsrommet 13. februar til 3.
mars 2020. Deltakerne ble p̊a ny informert om studien ved oppmøte p̊a testda-
gen, og samtlige skrev under p̊a samtykkeskjemaet. Deltakerne ga informasjon
om alder, kjønn, idrett og treningstimer siste 3 år. I tillegg ble det utført et 10
sekunders 12-avlednings hvile-EKG. Hver deltaker m̊atte ogs̊a skrive navn og
kontaktopplysninger p̊a et eget dokument. En unik fire-sifferet koblingsnøkkel
ble skrevet p̊a dokumentet med kontaktinformasjonen, og p̊a det andre doku-
mentet med de resterende personopplysningene. Dokumentet med navn, kon-
taktopplysninger og koblingsnøkler ble arkivert etter UiO’s retningslinjer og
l̊ast inn i en safe. Dokumentet med de resterende personopplysningene ble lagt
over i TSD, og deretter ble papirversjonen ble makulert. Denne prosessen sikret
at alle personopplysninger ble pseudonymiserte.

1Dette prosjektet er registrert i Forskpro: https://www.uio.no/for-ansatte/
arbeidsstotte/fa/forskpro/prosjekter/mn/fysikk/elektronikk/

elektrokardiografisk-tolkning-av-idrettshjerter-ved-bruk-av-algoritmer-en-pilotstudie/

index.html
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Figur 3.3: Flytskjemaet illustrerer søknadsprosessen i denne studien.
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Oppbevaring av data etter prosjektslutt

I samtykkeskjemaet ble deltakerne i studien spurt om deres EKG kunne pub-
liseres, anonymisert, etter prosjektslutt. Samtlige deltakere samtykket til publi-
sering av sitt EKG. Alle EKGene vil derfor publiseres p̊a en åpen database for
fysiologiske data etter prosjektslutt2. S̊a langt jeg vet vil dette bli den første
åpne databasen med EKG fra toppidrettsutøvere.

3.1.3 Analyse av innhentede EKG-data

Analyse utført av MarquetteTM SL12

MarquetteTM SL12-algoritmen utførte en analyse av EKGene automatisk rett
etter at hver enkelt registrering var utført. Analysen ble gitt i form av en tolk-
ningstekst, som kan leses av p̊a det utskrevne EKGet eller i et av de andre fil-
formatene, som kan eksporteres fra CardioSoftTM . Algoritmene i MarquetteTM

SL12 (versjon 23), som ble benyttet i denne studien er beskrevet i 12SL Physician’s
Guide [123].

Analyse utført av kardiologene

EKG-analysen ble utført i to steg av kardiologene . Først utførte en kardiolog
en analyse av hvert enkelt EKG direkte etter at det var registrert. Hensikten
med dette var å kunne oppdage eventuelle sykdomstegn hos deltakerne tidlig.
Steg to ble utført av en annen kardiolog. Denne kardiologen fikk tilgang til alle
EKG-opptakene i PDF-format. PDF-dokumentet inkluderte b̊ade signaler fra
de 12 avledningene og tolkningstekstene fra GE Marquette SL 12. Kardiologen
tolket hvert av EKGene b̊ade som om de tilhørte idrettsutøvere, og som om
de tilhørte personer fra den generelle befolkning. EKGene, som ble analysert
av kardiologen, var merket med pseudonymiseringskoden slik at det skulle være
mulig å finne tilbake til deltakeren dersom noe patologisk ble funnet.

Sammenligning mellom MarquetteTM SL12 og kardiologen

For å kunne sammenligne kardiologens tolkningsrapport med tolkningene fra
MarquetteTM SL12 måtte de mer nyanserte tolkningene fra kardiologen omfor-
mes til et enklere format, som gjorde de sammenlignbare med MarquetteTM

SL12 algoritmen. Kardiologens tolkninger ble derfor binært klassifisert innenfor
alle diagnosene som var gitt av MarquetteTM SL12 p̊a de 28 EKGene. I tillegg
ble hvert enkelt EKG kategorisert som normalt, i grenseomr̊adet eller unormalt
av b̊ade MarquetteTM SL12 og av kardiologen. Kardiologen klassifiserte hvert
EKG som normalt, i grenseomr̊adet eller unormalt b̊ade som om de tilhørte
idrettsutøvere, og som om de var fra den generelle befolkning.

2EKGene innhentet i denne masteroppgaven vil publiseres her: https://physionet.org/
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3.1.4 Sk̊aringsfunksjoner

For å sammenligne enigheten mellom kardiologen og MarquetteTM SL12 for
de to forskjellige tolkningene fra kardiologen er F1 (formel 3.1), F2 (formel 3.2)
og G2-sk̊ar (formel 3.3) benyttet.

F1 = 2 · Presisjon · Sensitivitet
Presisjon+ Sensitivitet

(3.1)

F2 = (1 + 22) · Presisjon · Sensitivitet
(22 · Presisjon) + Sensitivitet

(3.2)

G2 =
SP

SP + FP + 2 · FN (3.3)

F1, F2 og G2-sk̊arene er beregnet som makro-sk̊arer. Ved å bruke F1-sk̊ar som
eksempel betyr dette at F1-sk̊aren er beregnet for hver klasse n, og F1makro

er
gjennomsnittet av F1-sk̊arene for alle n klasser (formel 3.4).

F1makro
=

1

n

n∑
i=1

F1n

n
(3.4)

Videre i oppgaven vil F1makro
, F2makro

og G2makro
kun bli omtalt som F1, F2

og G2-sk̊ar.
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3.2 Maskinlæring p̊a EKG fra den generelle be-
folkning

EKGene fra idrettsutøverne er ikke tilstrekkelig for å trene eller validere en
maskinlæringsmodell. Derfor er det, i denne delen av oppgaven, tatt i bruk et
datasett fra den generelle befolkning for å trene og evaluere forskjellige meto-
der for maskinlæring p̊a EKG-data. Datasettet er fra PhysioNet/Computation
in Cardiology (CinC) Challenge 2020, som er en årlig konkurranse i å lage
tolkingsmodeller for hjerterelaterte data. I 2020 var utfordringen å klassifisere
forskjellige diagnoser basert p̊a 12-avlednings EKG, alder og kjønn. [28]. I dette
delkapittelet beskrives metodene som ble brukt i mitt bidrag til PhysioNet/CinC
Challenge 2020 [124]. I tillegg er en ny Ensemble-modell beskrevet, og et for-
slag til implementering av forklarbar KI for disse modellene. Koden som viser
hvordan disse modellene ble implementert i TensorFlow kan ses i Appendiks E.
Publikasjonen som ble skrevet og posteren som ble laget i forbindelsen med mitt
bidrag til CinC kan ses i appendiks G og appendiks H.

3.2.1 Data

Totalt ble 43 101 EKG fra fire forskjellige kilder tilgjengeliggjort som utvik-
lingsdata. Organisatørene av PhysioNet/CinC Challenge 2020 har i tillegg et
skjult testsett p̊a henholdsvis 6630 og 16 630 EKG, benyttet i et skjult valide-
ringssett og et skjult testsett. I denne masteroppgaven er det først og fremst
utviklingsdataene som vil bli beskrevet. Tabell 3.1 viser de ulike kildene i ut-
viklingsdataene.

Tabell 3.1: Oversikt over utviklingsdataene benyttet i denne masteroppgaven.
China Physiological Signal Challenge 2018 (CPSC) best̊ar opprinnelig av 6877
EKG [125], men i PhysioNet/CinC Challenge 2020 er 3453 ekstra EKG lagt
til fra et datasett kalt CPSC2018 Extra. EKGene fra Physikalisch-Technische
Bundesanstalt (PTB) er fra samme opphav, men er i denne tabellen beskrevet
som to kilder, blant annet fordi de har forskjellig samplingsfrekvens [126], [127].
Fra St. Petersburg Institute of Cardiological Technics (INCART) er 74 av de
opprinnelige 75 opptakene brukt i dette utviklingssettet [128], [129]. Georgia
12-lead ECG Challenge (G12EC) er database fra Emory University i Atlanta,
Georgia i USA [28].

Antall Gj.snittlig Samplings- Kjønn Gj.snitts-
Database EKG opptakslengde frekvens (kvinner alder

(sekunder) (Hz) /menn) (̊ar)
CPSC2018 10330 15, 9 500 47%/53% 61, 1
PTB D 516 110, 8 1000 27%/73% 56, 3
PTB-XL 21837 10 500 48%/52% 59, 8
INCART 74 1800 257 46%/54% 58, 0
G12EC 10344 10 500 46%/54% 60, 5
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Diagnoser i utviklingssettet

Det var totalt 111 unike diagnoser i utviklingssettet. Hvert EKG hadde minst
én diagnose, men mange hadde ogs̊a flere. Målet med PhysioNet/CinC Challenge
2020 var å klassifisere 27 av de 111 unike diagnosene, som var til stede i utvik-
lingssettet. Fordelingen mellom de 27 ulike diagnosene vises i Figur 3.4.

Figur 3.4: Fordelingen mellom de 27 diagnosene i utviklingsdataene, som brukes
i PhysioNet/CinC Challenge 2020.
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3.2.2 Preprosessering av data

R̊adataene fra EKGene var lagret i hver sin .mat-fil. I denne filen var det
tolv tallrekker som representerte de tolv avledningene i EKGet. Hver .mat-fil
hadde en korresponderende fil med metadata (.hea-format). Appendiks B viser
en metadata-fil for en av pasientene.

CNN-modellene benyttet seg av r̊adataene samt alder og kjønn fra meta-
dataene, mens Ensemble-modellen benyttet seg av forh̊andsekstraherte egen-
skaper fra EKGet. Derfor ble to forskjellige preprosesseringsmetoder benyttet;
én for CNN-modellene og én for Ensemble-modellen.

Preprosessering for CNN

Ved bruk av CNN-modeller m̊a inngangsverdiene ha en gitt dimensjon. For
CNN-modellene, benyttet i denne oppgaven ble dimensjonen p̊a inngangsver-
diene satt til å være (n, 5000, 12), hvor n er et fleksibelt antall EKG, 5000
representerer antall samples i EKG-opptaket, og tallet 12 representerer antallet
avledninger i EKGet. Lengden p̊a EKGene, m, ble kuttet ned ved å fjerne alt
etter 5000 samples dersom m > 5000 samples. Der m < 5000 samples ble det
lagt til 5000−m antall nuller slik at signalet ble 5000 samples langt.

Preprosessering for Ensemble-modellen

For å trekke ut egenskaper fra de 43 101 EKG-opptakene i utviklingsdataene
ble en ny Python-pakke, ECG-featurizer [130], utviklet. ECG-featurizer bygger
p̊a Neurokit2 [131], Waveform-database (WFBD) og Numpy [132].

42 720 av de 43 101 EKGene ble korrekt analysert, og deretter transformert til
egenskaper av ECG-featurizer. 146 av de 42 720 EKGene ble imidlertid fjernet
p̊a grunn av manglende verdier. Dette ga et totalt datasett p̊a 42 574 rader med
korrekt ekstraherte EKG-egenskaper. ECG-featurizer ekstraherte 112 egenska-
per fra hver av de 42 574 EKGene slik at det totale datasettet var en matrise
= 112× 42 574.
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3.2.3 Sk̊aringsfunksjoner

Organisatørene bak PhysioNet/CinC Challenge 2020 utviklet en spesiallaget
sk̊aringsalgoritme, PhysioNet/CinC Challenge sk̊ar, som ogs̊a er brukt i den-
ne masteroppgaven. Hensikten med PhysioNet/CinC Challenge sk̊ar var å gi
poeng, slik at den reflektere klinisk diagnostikk, hvor enkelte sykdommer ikke
bør forveksles eller feiltolkes. Andre diagnoser har like behandlingsforløp el-
ler utredningsmetoder, som gjør at konsekvensene ved forveksling er mindre.
Sk̊aringsmetoden baserte seg p̊a å gi hver diagnose et vekttall, som ga full sk̊ar
for riktig diagnose, og noe poeng ved feil diagnose. Figur 3.5 viser en forvir-
ringsmatrise W med vekttallene for de ulike diagnosene.

Figur 3.5: Forvirringsmatrisen viser vekttallene som ble brukt for å sk̊are mo-
dellene med PhysioNet/CinC Challenge sk̊ar. Modellen f̊ar full sk̊ar dersom den
predikerer riktig, men feil diagnoser vil ogs̊a gi noen poeng.
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Den spesiallagde sk̊aringsalgoritmen for PhysioNet/CinC Challenge 2020 er
gitt ved snormalisert, som vises i formel 3.5. snormalisert er en score fra -1 til +1,
og beregnes ved sobservert, snormalklasse og ssann.

snormalisert =
sobservert − snormalklasse
ssann − snormalklasse

(3.5)

sobservert beregnes ved summere opp den elementvise multiplikasjon av de to
matrisene A og W med identisk dimensjon. A er en forvirringsmatrise, som
inneholder elementene aij , og vekttallsmatrisen W , inneholder vektene wij .
Forvirringsmatrisen A, er beregnet ut i fra modellens predikerte diagnoser opp
mot de sanne diagnosene. Summen av alle produktene aij · wij , gir skalaren
sobservert, slik det er vist i formel 3.6.

sobservert =

n∑
i

n∑
j

wijaij (3.6)

snormalklasse representerer en inaktiv modell. En modell regnes som inak-
tiv dersom den klassifiserer alle EKGene som normale (normal sinusrytme).
Matrisen B, som best̊ar av elementene bij , er en forvirringsmatrise der pre-
diksjonene kun best̊ar av normalklassen (normal sinusrytme), og har identisk
dimensjon som W . Produktet av elementene bij og vekttallene wij summeres,
og gir skalaren snormalklasse som vist i formel 3.7.

snormalklasse =

n∑
i

n∑
j

wijbij (3.7)

ssann, gitt ved formel 3.8, beregnes ved summen av den elementvise multi-
plikasjonen av wij og cij , hvor cij er elementene i matrisen C. C er en forvir-
ringsmatrise med kun korrekte klassifiseringer, og har samme dimensjon som W .
ssann er en skalar, som representerer sk̊aren til en modell som bare klassifiserer
riktig.

ssann =
n∑
i

n∑
j

wijcij (3.8)

PhysioNet/CinC Challenge sk̊ar gjør at en modell som klassifiserer mange fals-
ke positive vil f̊a en negativ sk̊ar. Dette reflekterer klinikken der falske-positive
kan utgjøre en byrde for helsesystemet, og ikke minst ogs̊a for pasientene.

I tillegg til PhysioNet/CinC Challenge sk̊ar ble ogs̊a F1-sk̊ar (formel 3.1), F2-
sk̊ar (formel 3.2) og G2-sk̊ar (formel 3.3) beregnet for de ulike modellene i denne
delen av oppgaven. I likhet med sk̊arene beskrevet i kapittel 3.1.4, er F1, F2 og
G2 beregnet som makro sk̊arer.

3.2.4 Trening og valideringsdata

For å gi en indikasjon p̊a hvor god modellene er til å klassifisere usette data,
ble modellene kryssvalidert p̊a utviklingsdataene. Utviklingsdataene ble delt opp
i trenings- (90%) og valideringsdata (10%), ved å bruke stratifisert 10-ganger
kryssvalidering [133]. Den stratifiserte kryssvalideringen gjorde at forholdet mel-
lom diagnosene ble likt i trenings- og valideringsdataene. Modellene ble for hver
runde i kryssvalideringen testet p̊a b̊ade treningsdataene og valideringsdataene.
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3.2.5 Konvolusjonelle nevrale nettverk

Åtte ulike kombinasjoner av CNN-modeller ble utviklet ved bruk av Tensorflow
rammeverket [105] i Python. Fire modellarkitekturer er brukt for å lage de åtte
kombinasjonene. To av arkitekturene var CNN-modeller, ett flerlagsperceptron
(MLP) og én regelbasert algoritme.

De to CNN-arkitekturene ble valgt ut p̊a bakgrunn av en gjennomgangsstudie
av Fawaz HI et al 2019 [134], som s̊a p̊a prestasjonen til 1-dimensjonale CNN-
modeller p̊a forskjellige datasett, blant annet p̊a EKG. De to CNN-arkitekturene
som presterte best p̊a EKGene i gjennomgangsstudien ble ble tatt i bruk i
denne masteroppgaven. Disse to modellarkitekturene kalles Fully Convolutional
Networks (FCN) og Encoder.

De åtte ulike kombinasjonene er listet opp i tabell 3.2

Tabell 3.2: De åtte CNN-modellene som er listet opp i denne tabbelen ble ut-
viklet og testet i arbeidet med PhysioNet/CinC Challenge 2020 [124].

Model
1) FCN
2) Encoder
3) FCN || alder, kjønn
4) Encoder || alder, kjønn
5) Encoder || FCN
6) Encoder || FCN || alder, kjønn
7) Encoder || FCN + Regelbasert modell
8) Encoder || FCN || alder, kjønn + Regelbasert modell

MLP-modell

Hensikten med MLP-modellen var å benytte seg av personenes alder og kjønn.
Modellen hadde 2 inngangsnevroner, 50 nevroner i det skjulte laget og 2 nevro-
ner i utgangslaget. Mellom inngangslaget og det skjulte laget ble det benyttet
ReLU aktiveringsfunksjon, videre ble det benyttet Sigmoid aktivering i utgangs-
laget. MLP-modellen ble kun benyttet i parallell med en CNN-modell og sl̊att
sammen i nest siste lag av CNN-modellen.

Regelbasert algoritme

Den regelbaserte algoritmen benyttet seg av Pan-Tompkins algoritme [135],
for å detektere R-takkene i avledning II i EKGet. Basert p̊a R-takkene ble
hjertefrekvens, maksimal QRS-spenning og hjerteratevariabilitet (HRV) bereg-
net. Algoritmen Root Mean Square of Successive Differences (RMSSD) mellom
normale hjerteslag ble benyttet for å beregne HRV. Formel 3.9 viser utregningen
av RMSSD hvor RR er intervallet mellom R-takkene, og N er antallet R-takker.

RMSSD =

√∑i=1
N−1(RRi −RRi+1)2

N − 1
(3.9)
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Den regelbaserte algoritmen ble brukt i kombinasjon med en CNN-modell
eller en kombinert CNN og MLP-modell. Likevel klassifiserte den regelbaserte
algoritmen uavhengig av CNN og MLP-modellene. I de tilfellene der det var
uenighet mellom den regelbaserte algoritmen og CNN-modellen, overskrev den
regelbaserte algoritmen prediksjonen fra CNN-modellen.

8 av 27 diagnoser ble klassifisert av den regelbaserte algoritmen. Figur 3.6
viser relasjonen mellom beregnede parameterne og diagnosene, klassifisert av
den regelbaserte algoritmen. Beregningene av parameterne ble gjort ved å bruke
en try-except-struktur, slik som i tabell 3.3. Dette var for å unng̊a at programmet
skulle slutte å kjøre dersom det ikke klarte å beregne et parameter. Dersom et
parameter (figur 3.6) ikke lot seg beregne ble heller ikke de tilhørende diagnosene
(figur 3.6) klassifisert av den regelbaserte algoritmen.

Figur 3.6: Relasjonen mellom parametere og diagnoser i den regelbaserte al-
goritmen. Sinus takykardi, sinus bradykardi og bradykardi ble klassifisert ba-
sert p̊a hjertefrekvens. Sinusarytmi, atrieflimmer og pacing-rytme ble klassifi-
sert av HRV-beregningen. Lav QRS-spenning ble bestemt av parameteren QRS-
spenning. Normal sinusrytme ble klassifisert av b̊ade HRV-beregningen og QRS-
spenning
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Tabell 3.3: Try-except-struktur for beregning av RMSSD

try:

rmssd = np.mean(np.square(np.diff(rr_interval)))

except:

print("did not manage to compute RMSSD")

Sammensetning av de ulike modellene

Figur 3.7 viser hvordan CNN-modeller, MLP-modellen og den regelbaserte al-
goritmen ble satt sammen i de ulike kombinasjonene. I figur 3.7 kan boksen med
navnet CNN best̊a av FCN-modellen, Encoder-modellen eller en kombinasjon av
de to.

(a) Modell kun best̊aende av en CNN-
modell.

(b) Modell best̊aende av CNN-modell
og regelbasert algoritme.

(c) Modell best̊aende av CNN-modell, MLP-modell og
regelbasert algoritme.

Figur 3.7: Oppbygningen til de ulike CNN-baserte modellene. CNN-modeller,
MLP-modellen og den regelbaserte algoritmen ble kombinert p̊a åtte forskjellige
m̊ater. CNN-boksen i a, b og c kunne best̊a av en FCN-modell, en Encoder-
modell eller en kombinasjon av de to modellarkitekturene.
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Figur 3.8: Arkitekturen for en
FCN-modell. Hver blokk illust-
rerer et lag eller en matema-
tisk operasjon. Conv 1D er et 1-
dimensjonalt konvolusjonelt lag,
og Dense er modellens siste
lag med 27 utgangsnevroner og
sigmoid-aktivering.

FCN

FCN-modellen bestod av tre konvolu-
sjonelle lag med batch normalisering og
ReLU-aktivering, slik figur 3.8 viser. Dybden
p̊a konvolusjonsfiltrene i de konvolusjonel-
le lagene var p̊a henholdsvis 128, 256
og 128, og størrelsene p̊a konvolusjons-
kjernene var p̊a henholdsvis 8, 5 og
3. Videre ble et globalt gjennomsnitt-
lig pooling-lag brukt i det nest siste la-
get for å redusere dimensjonaliteten til
dataene. Til slutt ble Sigmoid-aktivering
brukt til å gjøre prediksjoner innenfor
27 klasser i det siste Dense-laget. De
27 klassene tilsvarer de 27 diagnosene
som skulle klassifiseres i denne oppga-
ven.

Encoder

Arkitekturen til Encoder-modellen er illust-
rert ved figur 3.9. Modellen er bygget opp av
to blokker, slik de stiplede linjene i figur 3.9
viser. Hver blokk besto av et konvolusjons-
lag med instance normalization, PReLU-
aktivering, et dropout-lag og et maks pool-
lag. I første blokk hadde konvolusjonslaget
en filterdybde = 128, og en konvolusjonskjer-
ne = 5. I andre blokk var filterdybden = 256
med en konvolusjonskjerne = 11. Begge blok-
kene hadde en dropout-rate = 0, 2 og maks
pool-størrelse = 2.

Etter de to blokkene fulgte et tredje kon-
volusjonslag med en filterdybde = 512 og
en konvolusjonskjerne = 21. Etter konvolu-

sjonslaget ble det benyttet instance normalization, PReLU-aktivering og et
dropout-lag med dropout-rate = 0, 2. Dropout-lagets utgang gikk til en opp-
merksomhetsmekanisme. Ved oppmerksomhetsmekanismen var signallengden til
EKGet redusert fra 5000 til 1250, og antall filter ekspandert fra 12 til 512. I opp-
merksomhetsmekanismen ble de ekstraherte egenskapene delt i to med hensyn
p̊a antall filter. Det ene settet ble brukt som inngang til softmax-laget, og der-
etter multiplisert med det andre settet, slik det er forklart i delkapittel 2.5.3.
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Figur 3.9: Arkitektur for
en Encoder modell. Hver blokk
illustrerer et lag eller en matema-
tisk operasjon.

Utgangen av oppmerksomhetsmekanismen
ble brukt som inngang til et dense-lag
med 256 nevroner med sigmoid-aktivering,
etterfulgt av et instance normalization-lag.
Etter dette ble et flatten-lag brukt for å
flate ut matrisen med egenskaper. Dette
gjorde at egenskapene fra hvert filter ble
lagt etter hverandre i en lang tallrek-
ke (vektor). Til slutt fulgte det avslut-
tende dense-laget med sigmoid-aktivering,
som hadde 27 nevroner hvor hvert nev-
ron representerte en av de 27 diagnose-
ne.

Terskeloptimalisering

De CNN-baserte modellene trengte predik-
sjonsterskler for å gjøre om utgangen fra
det siste laget med Sigmoid-aktivering, til
en binær klassifisering. Nelder-Mead down-
hill simplex method [136], [137], ble brukt
for å optimalisere terskelverdiene individu-
elt med m̊al om å finne maksimal verdi av
PhysioNet/CinC Challenge sk̊ar. Denne op-
timaliseringsmetoden krever mye regnekraft,
og derfor ble kun 1

10 av treningssettet brukt
for å optimalisere tersklene. For å trekke ut
en representativ del av treningssettet ble en
stratifisert uttrekning brukt. Den stratifiser-
te uttrekningen gjorde at terskeloptimalise-
ringssettet fikk lik fordeling av diagnoser som
treningssettet.

Nelder-Mead downhill simplex-metoden
brukes til å finne det lokale minimumet
for en funksjon, ved hjelp av selve funk-
sjonen og en innledende gjetning av funk-
sjonens optimale variabel. I den første run-
den av 10-ganger kryssvalideringen ble den første gjetningen for Nelder-Mead-
optimaliseringsalgoritmen funnet ved å gi en 27 elementer lang vektor verdien 1,
og multiplisere vektoren med en variabel. Variabelen ble først gitt verdien 0, der-
etter økt med 0, 05 helt opp til 1. For hver økning ble variabelen multiplisert med
den 27 element lange vektoren. Vektoren ble deretter testet som prediksjonsters-
kel, og PhysioNet Challenge-sk̊aren ble registrert. De neste rundene i 10-ganger
kryssvalideringen ble den optimale terskelen fra forrige kryssvalideringsrunde
brukt som første gjetning for Nelder-Mead-optimaliseringsalgoritmen.
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Vektet læring

Som en følge av at treningsdataene var skjevfordelte med hensyn p̊a diagno-
ser, slik det er vist i figur 3.4, ble hver diagnose gitt et vekttall ut i fra hvor
ofte diagnosen opptr̊adde i utviklingssettet. Vekttallet ble brukt i beregningen
av cost-funksjonen. Hensikten med vekttallet var å balansere læringen, slik at
modellene lærte like mye fra hver diagnose uavhengig av hyppigheten til dia-
gnosen i utviklingssettet. Diagnoser med lav prevalens i utviklingssettet fikk et
høyt vekttall, mens diagnoser med høy prevalens fikk et lavt vekttall.

Adaptiv læringsrate og tidlig treningsstans

Læringsrate for alle modeller, trent i denne oppgaven, startet p̊a 0.001 og
ble endret underveis i treningen ved hjelp av adaptiv læringsrate. Læringsraten
ble senket med en faktor p̊a 10 hver gang AUC-sk̊aren for valideringsdataene
ikke forbedret seg. Til slutt ble hele treningen stoppet ved hjelp av en tidlig
treningsstans-funksjon. treningsstans-funksjonen overv̊aket AUC-sk̊aren p̊a va-
lideringsdataene, og dersom AUC-sk̊aren ikke forbedret seg eller ble d̊arligere
to epoker p̊a rad ble treningen stoppet. Dette var en metode for å motvirke
overtilpasning p̊a treningssettet.

Øvrige parametere

Alle CNN-modellene ble trent med batch size = 30 og Adam-optimizer.
Adam-optimizeren fungerer etter samme prinsipp som gradient decent-algoritmen
som er forklart i kapittel 2.5.2, men i tillegg er parametrene; vt og st lagt til.
vt beregner det eksponentielt fallende gjennomsnittet av tidligere gradienter,
og st beregner det eksponentielt fallende gjennomsnitt av tidligere kvadratiske
gradienter (formel 3.11) [138].

vt = β1 · vt−1 − (1− β1) · ∇C (3.10)

st = β2 · st−1 − (1− β2) · ∇2
C (3.11)

Adam-optimizeren kan beskrives ved formel 3.12:

θi+1 = θi − η
vt√
st + ε

∂C
∂θi

(3.12)

Binær kryssentropi ble benyttet som cost-funksjon for samtlige CNN-modeller.
Binær kryssentropi er forklart i kapittel 2.5.2.

For økt ytelse, og tilgang til Graphics Processing Unit (GPU) ble utregnings-
ressurser i Google Colab Pro benyttet. CNN-modellene ble trent i Google Colab
Pro med Tesla P100-PCIE 16 GB GPU og 26, 30 GB RAM.

3.2.6 Ensemble-modell

I tillegg til de CNN-baserte modellene, ble det utviklet en ensemble-modell
ved bruk av Scikit-multilearn [108], som bygger p̊a Scikit-learn rammeverket
[133]. Ensemble-modellen bestod av en label space partitioning classifier [139],
klassifiseringskjeder [109] og tilfeldige beslutningsskoger [111], som er beskrevet
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i kapittel 2.5.4. Ensemble-modellen ble trent p̊a forh̊andsekstraherte egenskaper
fra EKGene. Egenskapene ble ekstrahert ved bruk av ECG-featurizer [130].

Klyngene i label space partitioning classifier ble bestemt ved å bruke fixed
label space clusterer, slik at klyngene kunne defineres manuelt. Klyngene ble
definert ved å søke gjennom de 27 klassene K, i treningsdataene. For hver klasse
ki var det ni av de resterende 26 klassene, som p̊a tvers av hele treningssettet,
eksisterte sammen med ki. Vektoren ci kan skrives:

ci = ki + ni

der ci er en av 27 vektorer som danner klyngen C. Dette er illustrert i figur
3.10

Figur 3.10: Oppdeling av klynger til Ensemble-modellen. K er de 27 forskjellige
klassene, n er de forskjellige klassene som opptr̊adde sammen med hver enkelt
ki p̊a tvers av hele treningssettet. ci er én vektor av de totalt 27 vektorene i
klyngen C.

27 nye klynger, med ulikt antall klasser i hver klynge, ble bestemt for hver av
de ti kryssvalideringsrundene.

En klassifiseringskjede ble trent for hver av de 27 klyngene, bestemt av label
space partitioning classifier-algoritmen. For hvert klassifiseringsproblem i klas-
sifiseringskjeden, ble det trent en tilfeldig beslutningsskog med 5 beslutingstrær
(estimatorer) i hver tilfeldige beslutningsskog. Rekkefølgen p̊a klassene i klas-
sifiseringskjedene var den samme som rekkefølgen p̊a klassene i den genererte
klyngen, C.

Ensemble-modellen ble trent p̊a alle tilgjengelige prosessorer (n jobs = −1) i
Kaggle med 16 GB RAM tilgjengelig.

3.2.7 Forklaringsmodeller

For å forklare resultatet fra EKG-klassifiseringsmodellene ble LIME brukt
[117]. Forklaringsmodeller og LIME er gjort rede for i kapittel 2.5.6.
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Klassifiseringsmodellene som ble forklart var Ensemble-modellen og Encoder-
modellen. Siden disse modellene bruker to forskjellige inngangsdata ble ogs̊a
forklaringsmetodene for disse to modellene forskjellig.

Ensemble-modellen ble først trent p̊a 90% av utviklingsdataene, ved bruk av
stratifisert splitt av dataene. Deretter ble en forklaringsmodell trent p̊a predik-
sjonene fra Ensemble-modellen, og 5000 av treningsdataene ble brukt til å trene
forklaringsmodellen. Til slutt ble LIME brukt til å forklare klassifiseringsresulta-
tet til to av EKGene som ikke ble brukt som treningsdata. Den sanne diagnosen
for de to EKGene var sinustakykardi og T-bølgeinversjon. Forklaringsmodellene
ble trent i Kaggle med 16 GB RAM tilgjengelig.

Encoder-modellen ble først trent p̊a 90% av utviklingsdataene, ved bruk av
stratifisert splitt av dataene. Deretter ble en forklaringsmodell trent p̊a klas-
sifiseringene til Encoder-modellen, og 4000 av treningsdataene ble brukt til å
trene forklaringsmodellen. LIME ble brukt til å forklare klassifiseringsresultatet
til to av EKGene, som ikke ble brukt som treningsdata. Den sanne diagnosen
for de to EKGene var sinustakykardi og T-bølgeinversjon. Forklaringsmodellene
ble trent i Google Colab Pro med Tesla P100-PCIE-16GB GPU og 26, 30 GB
RAM tilgjengelig.
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4. Resultater

Dette kapittelet tar for seg resultatene som ble innhentet i denne studien.
Resultatkapittelet er to-delt og den første delen tar for seg resultatene som har
med idrettsutøverne å gjøre. Del to dreier seg om resultatene fra modellene som
ble trent og testet p̊a EKG fra den generelle befolkning.

4.1 Tolkning av EKG fra idrettsutøvere

Figur 4.1 viser et grafisk sammendrag av registreringene og tolkningene av
EKGene fra idrettsutøverne, som deltok i denne studien.

Figur 4.1: Et grafisk sammendrag av registreringene og tolkningene av EKGene
fra idrettsutøverne, som deltok i denne studien. EKGene til 28 idrettsutøvere
ble analysert av en kardiolog, og av tolkningsalgoritmen til en moderne elektro-
kardiograf. Tolkningsalgoritmen tolket 46% av alle EKGene som normale, 25%
som i grenseomr̊adet og 29% som unormale, hvorav fire av disse ble diagnosti-
sert som hjerteinfarkt med ST-hevning (STEMI). STEMI er en kritisk diagnose
som krever videre utredning. Kardiologen fant ingen kritiske tegn da han tolket
EKGene etter idrettskardiologiske retningslinjer. To av funnene ble kategorisert
som i grenseomr̊adet av kardiologen, men dette endret ingenting med tanke p̊a
videre utredning.
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4.1.1 Deltakerne i studien

Alle deltakerne som ønsket å delta i denne studien innfridde inkluderingskri-
teriene. Deltakerne representerte tre ulike idretter; Roing (24), sykkel (2) og
padling (2). Av de 28 deltakerne var 19 menn og 9 kvinner. Alderen blant delta-
kerne var 26.2±4.8 (median = 25). Alle deltakerne oppga antall treningstimer de
trente i 2017, 2018 og 2019. Spredningen i treningstimer blant idrettsutøverne,
for hvert av de tre årene, er vist i figur 4.2.

Figur 4.2: Boks-diagrammet fremstiller antall treningstimer i 2017, 2018 og 2019
for de 28 idrettsutøverne som deltok i denne studien.
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4.1.2 GE Marquette SL12s tolkning

Tolkningsalgoritmen i GE MAC VU360, MarquetteTM SL12, ga totalt 23
forskjellige tolkningstekster for de 28 utøverne. Flere av de 23 tolkningstekstene
ble gitt til flere av utøverne slik figur 4.3 viser.

Figur 4.3: Hyppigheten av alle de forskjellige tolkningene som ble gitt av GE
MarquetteTM SL12 algoritmen fra samtlige av idrettsutøvernes EKG.
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4.1.3 Kardiologens tolkning

De 28 EKGene fra idrettsutøverne ble analysert av en kardiolog med kunnskap
innen idrettskardiologi. Kardiologen tok et repetisjonskurs i de siste tolknings-
kriteriene for EKG tolkning av idrettshjerter [15], før han utførte tolkningen. P̊a
samme m̊ate som MarquetteTM SL12, ga kardiologens tolkning av og til flere
diagnoser til samme person. Figur 4.4 viser hyppigheten alle unike tolkninger
som ble gitt av kardiologen.

Figur 4.4: Hyppigheten av alle forskjellige diagnoser gitt av kardiologen etter å
ha tolket samtlige av de 28 idrettsutøvernes EKG.
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4.1.4 Sammenligning mellom Marquette SL12 og kardio-
logens tolkning

Samtlige EKG ble tolket og klassifisert av b̊ade kardiologen og MarquetteTM

SL12 (se forvirringsmatrise i appendiks D). I tillegg ble EKGene kategorisert
inn i kategoriene normalt, i grenseomr̊adet eller unormalt av b̊ade MarquetteTM

SL12 og av kardiologen. Kardiologen tolket EKGene b̊ade fra et idrettskardio-
logisk perspektiv og fra et ikke-idrettskardiologisk perspektiv.

Kategorisering etter idrettskardiologiske retningslinjer

I figur 4.5 er MarquetteTM SL12s tolkninger sammenlignet med kardiologens
tolkninger fra et idrettskardiologisk perspektiv. MarquetteTM SL12s tolkning,
n̊ar kardiologens tolkning regnes som korrekt, gir F1 = 0, 22, F2 = 0, 18 og
G2 = 0, 11. Utregningene av sk̊arene er vist i appendiks F.

Figur 4.5: Forvirringsmatrise med kardiologens kategorisering og MarquetteTM

SL12s kategorisering. Kardiologen har kategorisert EKGene etter idrettskardio-
logiske retningslinjer.
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Kategorisering etter ikke-idrettskardiologiske retningslinjer

I figur 4.6 er MarquetteTM SL12s tolkninger sammenlignet med kardiologens
tolkninger fra et ikke-idrettskardiologisk perspektiv. MarquetteTM SL12s tolk-
ning, n̊ar kardiologens tolkning regnes som korrekt, gir F1 = 0, 38, F2 = 0, 42
og G2 = 0, 22. Utregningene av sk̊arene er vist i appendiks F.

Figur 4.6: Forvirringsmatrise med sammenligning kardiologens kategorisering og
Marquettes kategorisering. Kardiologen kategoriserte EKGene som om de ikke
tilhørte idrettsutøvere
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4.2 Resultater fra maskinlæring p̊a EKG fra den
generelle befolkning

Figur 4.7 viser 10-ganger kryssvaliderte resultater p̊a valideringsdataene i ut-
viklingssettet. De kryssvaliderte resultatene p̊a treningsdataene kan ses i appen-
diks C.

(a) F1-score (b) F2-score

(c) G2-score (d) PhysioNet/CinC Challenge-score

Figur 4.7: Boks-diagrammene viser sk̊arene oppn̊add av ni modeller ved bruk
av 10-ganger kryssvalidering og prediksjon p̊a valideringsdataene. (a) viser
F1-poengsum, (b) viser F2-poengsum, (c) viser G2-poengsum og (d) viser
PhysioNet / CinC Challenge sk̊ar.
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4.2.1 Forklarbar KI for Encoder-modellen

Sinustakykardi

LIME ble brukt til å forklare klassifiseringen av et EKG med sinustakykardi.
EKGet ble først klassifisert av Encoder-modellen som klassifiserte sinustakykardi
med en sannsynlighet p̊a 0, 76. 500 av de viktigste egenskapene for prediksjo-
nen, fordelt utover de 12-avledningene i EKGet, ble ekstrahert. Fire av de 12
avledningene kan ses i figur 4.8.

(a) Avledning I

(b) Avledning II

(c) Avledning III

(d) Avledning V2

Figur 4.8: Forklarbarhet for Encoder-modellen. EKG-opptaket er hentet fra en
pasient diagnostisert med sinustakykardi. Forklaringsmodellen ser p̊a de 500
viktigste egenskapene for prediksjonen, fordelt p̊a alle 12 EKG-avledningene.
Viktigheten av parameterne er rangert ved størrelsen p̊a prikkene. Store prikker
betyr større viktighet enn sm̊a prikker.
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T-bølgeinversjon

LIME ble brukt til å forklare klassifiseringen av et EKG med T-bølgeinversjon.
EKGet ble først klassifisert av Encoder-modellen, som ga en sannsynlighet p̊a
0, 02 for T-bølgeinversjon. 500 av de viktigste egenskapene for prediksjonen,
fordelt utover de 12-avledningene i EKGet, ble ekstrahert. Fire av de tolv av-
ledningene kan ses i figur 4.9.

(a) Avledning I

(b) Avledning aVL

(c) Avledning V5

(d) Avledning V6

Figur 4.9: Forklarbarhet for Encoder-modellen. EKG-opptaket er hentet fra en
pasient diagnostisert med T-bølgeinversjon. Forklaringsmodellen ser p̊a de 500
viktigste egenskapene for prediksjonen fordelt p̊a alle 12 EKG-avledningene.
Viktigheten av parameterne er rangert ved størrelsen p̊a prikkene. Store prikker
betyr større viktighet enn sm̊a prikker.
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4.2.2 Forklarbar KI for Ensemble-modellen

Sinustakykardi

LIME ble brukt til å forklare klassifiseringen av et EKG med sinustakykardi.
EKGet ble først klassifisert av Ensemble-modellen, som klassifiserte EKGet kor-
rekt med sinustakykardi. Av totalt 112 egenskaper i datasettet er de 10 viktigste
egenskapene vist i figur 4.10.

Figur 4.10: Lokale forklaringer ved bruk av de 10 mest relevante egenskapene
fra et EKG diagnostisert med sinustakykardi (STach). EKG ble riktig klassifi-
sert av Ensemble-modellen. De grønne stolpene indikerer bidraget til en positiv
klassifisering av sinus takykardi. Røde stolper i motsatt retning ville blitt vist
dersom noen av egenskapene bidro mot en negativ prediksjon av sinus taky-
kardi. I etikettene p̊a den vertikale aksen er HR en forkortelse for hjerterate
(hjertefrekvens).
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T-bølgeinversjon

LIME ble brukt til å forklare klassifiseringen av et EKG med T-bølgeinversjon.
EKGet ble først klassifisert av Ensemble-modellen, som klassifiserte EKGet kor-
rekt med T-bølgeinversjon. Av totalt 112 egenskaper i datasettet er de 10 vik-
tigste egenskapene vist i figur 4.11.

Figur 4.11: Lokale forklaringer ved bruk av de 10 mest relevante egenskapene fra
et EKG diagnostisert med T-bølgeinversjon (TInv). EKG ble riktig klassifisert
av Ensemble-modellen. De grønne stolpene indikerer bidraget til en positiv klas-
sifisering av T-bølgeinversjon. Røde stolper i motsatt retning ville blitt vist der-
som noen av egenskapene bidro mot en negativ prediksjon av T-bølgeinversjon.
I etikettene p̊a den vertikale aksen er amp er en forkortelse for amplitude.

4.3 Tilgjengelig kode

All kode som er nødvendig for å gjenskape resultatene i denne studien er
gjort tilgjengelig i et GitHub-repository1. Koden er tilgjengeliggjort som åpen
kildekode, lisensiert under Apache License 2.0 [140]. I tillegg er koden til Python-
pakken; ECG-featurizer, offentliggjort i et eget åpent GitHub-repository2. Pakken
er tilgjengeliggjort som åpen kildekode, lisensiert under GNU General Public
License v3.0 [141].

1GitHub-repository til koden utviklet i denne studien: https://github.com/Bsingstad/
IdrettsEKG

2GitHub-repository for ECG-featurizer: https://github.com/ECG-featurizer/
ECG-featurizer
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5. Diskusjon

I forrige kapittel ble funnene i denne studien presentert. I dette kapittelet
vil resultatene drøftes, tolkes og sammenlignes med andre studier. Først vil
resultatet fra tolkningen av EKGene fra idrettsutøverne diskuteres. Deretter vil
resultatet fra maskinlæringsmodellene, og implementeringen av forklarbar KI
p̊a to av maskinlæringsmodellene diskuteres. Til slutt vil det vurderes hvordan
maskinlæring kan brukes p̊a EKG fra idrettsutøvere.

5.1 Tolkning av EKG fra idrettsutøvere

5.1.1 Sammenligning av tolkning fra Marquette SL12 og
kardiologen

Tolkningene fra MarquetteTM SL12 kategoriserte EKGene fra idrettsutøverne
inn i 13 (46%) normale, 7 (25%) i grenseomr̊adet og 8 (29%) unormale. Tolkningene
fra kardiologen ga derimot 18 (64%) normale, 9 (32%) i grenseomr̊adet og 1 (4%)
unormale ved ikke-idrettskardiologiske retningslinjer, og 26 (93%) normale, 2
(7%) i grenseomr̊adet og 0 (0%) unormale ved idrettskardiologiske retningslin-
jer.

I figur 4.5 er MarquetteTM SL12s tolkning sammenlignet med kardiologens
tolkninger etter idrettskardiologiske retningslinjer. Denne sammenligningen gir
MarquetteTM SL12 sk̊arene; F1 = 0, 22, F2 = 0, 18 og G2 = 0, 11, n̊ar kardiolo-
gens tolkning brukes som fasit.

I figur 4.6 er MarquetteTM SL12s tolkning sammenlignet med kardiologens
tolkninger etter ikke-idrettskardiologiske retningslinjer. Denne sammenligningen
gir MarquetteTM SL12 sk̊arene; F1 = 0, 38, F2 = 0, 42 og G2 = 0, 22, n̊ar
kardiologens tolkning brukes som fasit.

Sammenligningen mellom tolkningen fra MarquetteTM SL12 og de to for-
skjellige tolkningene av kardiologen, basert p̊a F1, F2 og G2-sk̊ar, indikerer at
GE MarquetteTM SL12 er mer tilpasset til tolkninger rettet mot vanlige ret-
ningslinjer enn til idrettskardiologiske tolkninger. P̊a den annen side viser for-
virringsmatrisene i figur 4.5 og figur 4.6 at like mange av idrettsutøverne (13
av 28) ble korrekt klassifisert av MarquetteTM SL12 uavhengig av om kardio-
logen klassifiserte idrettsutøverne etter idrettskardiologiske retningslinjer eller
vanlige retningslinjer. En større populasjon med flere sanne tilfeller i de for-
skjellig kategoriene trengs for å kunne si noe om ytelsen til MarquetteTM SL12s
kategorisering av idrettsutøverne.

En begrensning ved å sammenligne en kardiologs tolkning med tolkningen
fra MarquetteTM SL12, er at kardiologens tolkninger var mer nyansert enn
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MarquetteTM SL12. For å kunne sammenligne de to tolkningene i en forvir-
ringsmatrise, som i figur 4.5, 4.6, m̊atte de nyanserte tolkningene endres til et
format som var sammenlignbart med MarquetteTM SL12 sine tolkninger.

5.1.2 Beregning av intervaller og segmenter

Varigheten p̊a noen av segmentene og intervallene i EKGene ble beregnet
forskjellig av MarquetteTM SL12 og kardiologens visuelle m̊aling. Kardiologen
fant for eksempel at det var en systematisk lengre QRS-varighet i beregningene
av MarquetteTM SL12 algoritmen enn ved sin egen visuelle m̊aling. En mulig
grunn til denne systematiske forskjellen er at MarquetteTM SL12 algoritmen
beregner QRS-varigheten ved å ta tiden fra første tegn til start p̊a en Q-bølge, i
en hvilken som helst avledning, til den seneste avslutningen av S-bølgen, i hvilken
som helst avledning [123]. Det er derfor sannsynlig at den algoritmem̊alte QRS-
varigheten blir lengere enn kardiologens visuelle m̊aling, som leser av intervallet
i en avledning. I en studie som sammenlignet en algoritme med en kardiolog
viste svakest korrelasjon mellom visuelt m̊alt og algoritmem̊alt QRS-varighet av
alle de algoritmem̊alte intervallene som studien s̊a p̊a [20].

I denne masteroppgaven ble to av personene klassifisert med uspesifikk intra-
ventrikulær ledningsforsinkelse av MarquetteTM SL12 (figur 4.3). Dette er en
diagnose som blir stilt basert p̊a QRS-tiden (QRS > 110ms visuelt m̊alt [142]).
Kardiologen var uenig med MarquetteTM SL12, og begrunnet feilklassifiserin-
gen med overestimering av QRS-tiden. P̊a den annen side kan det se ut som
at dette er justert for i dokumentasjonen av MarquetteTM SL12 der uspesifikk
intraventrikulær ledningsforsinkelse er definert ved 118ms < QRS < 124ms
[123].

QT/QTc-tiden er et annet parameter der MarquetteTM SL12 algoritmen sys-
tematisk beregnet tiden lengre (5-10%) enn kardiologen. Denne forskjellen be-
skrives ogs̊a av Drezner J.A et al. 2017 [15], der nøyaktigheten til algoritmem̊alte
QTc-verdier var omtrent 90–95% i forhold til kardiologen. I denne oppgaven
beregnet Kardiologen QT-tiden fra starten av en q-takk til krysningspunktet
mellom grunnlinjen i EKGet og tangenten til bratteste del av T-bølgen. Denne
QT-m̊alemetoden er vist i figur 5.1. MarquetteTM SL12 algoritmen beregner
QT-intervallet fra første tegn til depolarisering i hvilken som helst avledning,
til den siste p̊avisning av repolarisering i hvilken som helst avledning [123].
Deretter brukes en QTc-korreksjonsalgoritme, MarquetteTM SL12 algoritmen
brukte i denne studien Friderica-metoden for å beregne QTc-tiden (appendiks
A). Til tross for den algoritme-bergnede QTc-tiden er systematisk var lengere
enn den kardiolog-m̊alte QT-tiden er kriteriene for forlenget QT-intervall det
samme for kardiologen og algoritmen, QTc > 480ms [123]. Selv om det ikke var
noen tilfeller av forlenget QT-intervall i denne oppgaven er det mulig at dette
kan føre til overdiagnostikk i andre populasjoner.

Et annet viktig parameter, som ogs̊a ser ut til å feilvurderes av MarquetteTM

SL12 algoritmen, er ST-segmentet. Et høyt J-punkt og tidlig repolarisering, som
er et svært vanlig funn hos idrettsutøvere [76] kan forveksles med STEMI [144].
Derimot vil et oppadg̊aende konkavt ST-segment signalisere en normal variant
[144]. En studie, som sammenlignet en annen EKG-tolkningsalgoritme med en
kardiologs vurdering, viste lav korrelasjon mellom de to tolkningene av tidlig
repolarisering [20], og en annen studie viste at tidlig repolarisering var blant
de viktigste årsakene til feilklassifisering av STEMI [145]. Dette gjør at feiltolk-
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Diskusjon

Figur 5.1: Visuell m̊aling av QT-tid. Figuren er hentet fra [143], av PeaBrainC,
2018. CC BY-SA 4.0 [35].

ning av tidlig repolarisering kan være en plausibel forklaring p̊a de tilfellene
der MarquetteTM SL12 ga diagnosen STEMI i denne oppgaven. P̊a den annen
side har to studier vist at MarquetteTM SL12 har høy spesifisitet for STEMI
med 98% og 100% [146], [147]. I denne studien er imidlertid 4 av de 28 delta-
kerne uriktig diagnostisert med STEMI av MarquetteTM SL12 (se figur 4.3).
Dette gir en spesifisitet p̊a 86%. En forklaring p̊a forskjellen mellom denne stu-
dien og de tidligere rapportere resultatene kan være at deres populasjoner var
fra legevakten. Den ene studien rapporterte ogs̊a om en gjennomsnittsalder p̊a
64̊ar [146], som st̊ar i kontrast til populasjonen i denne masteroppgaven hvor
gjennomsnittsalderen var p̊a 26̊ar og alle var antatt friske. Til tross for at kar-
diologer er kjent med faren for feilklassifisering av STEMI [12] kan potensielt en
slik feilklassifisering adapteres av mindre trent personell og skape unødvendig
stress for pasienten. Schlapfer et al. 2017 foresl̊ar blant annet å implementere
kjønns og aldersspesifikke tolkningskriterier for STEMI [12]. Dette er allerede
implementert i MarquetteTM SL12, men med lav prioritet ifølge dokumentasjo-
nen [123]. Basert p̊a funnene i denne studien foresl̊ar jeg å øke prioriteten av
alder, og implementere en kvantifisering av fysisk form i algoritmene for å øke
spesifisiteten for STEMI ovenfor idrettsutøvere.

5.1.3 Feilplassering av elektroder

Ett av de 28 EKGene hadde en eller flere feilplasserte prekordiale elektro-
der. Kardiologen identifiserte denne feilplasseringen, som ble gjort til tross for
at apparatet hadde en innebygget plasseringsassistent. EKGet, som ble tatt i
tilfellet med feilplasserte elektroder, ga diagnoser som; STEMI, anterior infarkt
og lateralt skademønster. Kardiologen mente at en plausibel forklaring p̊a disse
diagnosene kunne være feilplasseringen. Drezner at al. 2017 diskuterer ogs̊a at
feilplassering av prekordiale avledninger kan simulere myokardiel skade [15].
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5.2 Maskinlæring p̊a EKG fra den generelle be-
folkning

5.2.1 Sammenligning av maskinlæringsmodellene

Denne masteroppgaven viser et eksempel p̊a hvordan CNN-modeller og en
ensemble-modell kan brukes til å klassifisere 27 forskjellige diagnoser basert p̊a
12-leder EKG fra 43 101 pasienter. Kryssvaliderte resultater viser at Ensemble-
modellen presterte bedre enn CNN-modellene p̊a utviklingsdataene. Modellene
ble evaluert ved bruk av F1, F2,G2 og PhysioNet/CinC Challenge sk̊ar. Ensemble-
modellen presterte bedre p̊a alle fire sk̊aringsalgoritmer.

Vinneren av PhysioNet/CinC Challenge 2020 rapporterte en kryssvalidert
PhysioNet/CinC Challenge-sk̊ar p̊a 0, 533 ± 0, 046 p̊a utviklingsdataene [148].
Dette er bare 0, 021 bedre enn den beste poengsummen oppn̊add i denne mas-
teroppgaven: 0, 512 ± 0, 006. Likevel er det viktig å huske at PhysioNet/CinC
Challenge 2020 ble avgjort basert p̊a modellens ytelse p̊a et skjult testsett.
De kryssvaliderte sk̊arene som er oppn̊add p̊a utviklingssettet bør sammenlig-
nes med forsiktighet med de rapporterte sk̊arene p̊a PhysioNet/CinC Challenge
2020’s skjulte testsett fra andre studier [124], [148]–[179]. Noen f̊a av studiene
viste godt samsvar mellom kryssvaliderte resultater p̊a utviklingssettet og resul-
tatene oppn̊add p̊a det skjulte testsettet [148], [178], men de fleste rapporterte
om betydelig reduksjon i sk̊ar fra validering p̊a utviklingssettet og resultatene
oppn̊add p̊a det skjulte testsettet [149]–[165]

Overraskende nok presterte Encoder-modellen best sammenlignet med res-
ten av CNN-modellene. Dette var overraskende fordi Encoder-modellen var en
av modellene med lavest kompleksitet. Encoder-modellen var betydelig bedre
m̊alt p̊a F1, F2 og G2-sk̊ar (figur 4.7 a og c), men tett fulgt av FCN og FCN
|| Kjønn & Alder, n̊ar man ser p̊a PhysioNet/CinC Challenge sk̊ar (figur 4.7
d). I Singstad & Tronstad 2020 viste vi derimot at Encoder-modellen presterte
d̊arligere sammenlignet med flere av de nevnte modellene p̊a et delsett av det
skjulte testsettet [124]. Dette understreker at man bør være forsiktig n̊ar man
sammenligner kryssvaliderte sk̊arer med sk̊arer oppn̊add p̊a det skjulte testset-
tet.

Ingen signifikante forskjeller ble funnet mellom FCN || Encoder og FCN ||
Encoder || kjønn & alder, n̊ar den regelbaserte algoritmen ble lagt til (figur 4.7).
En mulig forklaring p̊a dette kan være at den regelbaserte algoritmen alltid re-
sulterte i lik klassifisering som CNN-modellene, og dermed forble den endelige
klassifiseringen uendret. En annen mulig forklaring er at den regelbasert algorit-
men ikke klarte å analysere EKGene, og at dette resulterte i at den regelbaserte
algoritmen ikke klarte å klassifisere noen av EKGene. Et viktig poeng å nevne
her er at den regelbaserte algoritmen i denne studien var svært enkel. P̊a bak-
grunn av dette kan det ikke konkluderes med hvorvidt regelbaserte algoritmer
kan brukes til å forbedre konvolusjonelle nevrale nettverk i klassifiseringen av
EKG eller ikke. I et fremtidig arbeid vil det sannsynligvis gi et bedre resultat
hvis den endelige beslutningen (fra en CNN-modell og en regelbasert algoritme)
er basert p̊a en vekting mellom de to klassifiseringsresultatene.

En mulig grunn til at Ensemble-modellen presterte bedre enn CNN-modellene
kan være at datamengden var for liten for de komplekse CNN-modellene. Studier
viser at dype nevrale nettverk ofte trenger store datamengder for å kunne overg̊a
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enklere maskinlæringsmodeller [114].

5.2.2 Begrensninger og mulige feilkilder

Noen av EKGene inneholdt mye støy, som for eksempel EKGet vist i figur 5.2.
En mulig feilkilde i denne delen av oppgaven er at EKGene ikke ble filtrert før de
ble matet inn i modellen, eller før egenskaper ble ekstrahert av ECG-featurizer
[130]. Det ble forsøkt å implementere filtrering, ved bruk av NeuroKit2 [131],
i batch-generatoren, men begrensninger i form av regnekraft satte en stopper
for dette. Ytterligere studier er nødvendige for å avgjøre om filtrering av EKG-
signalene vil forbedre ytelsen til modellene som ble brukt i denne studien.

Figur 5.2: EKGet i dette eksempelet fra utviklingsdatasettet er kontaminert av
støy. Signalet som er vist i dette eksempelet er fra avledning II. Figuren er laget
ved bruk av ecg plot [54].

En feilkilde som kan ha p̊avirket de CNN-baserte modellene er at samtlige
signaler ble klippet ned til 5000 samples. Dette kan ha for̊arsaket tap av infor-
masjon. Noen f̊a av EKGene var omtrent 30 minutter lange, og sannsynligheten
for at viktig informasjon ble fjernet fra disse er stor. Spesielt er EKG med VES
s̊arbart [25], da dette diagnostiseres p̊a bakgrunn av enkelte hjerteslag, som kan
opptre tilfeldig i EKGet.

5.3 Forklarbar KI p̊a EKG

Klassene; Sinustakykardi og T-bølgeinversjon ble valgt ut til videre analyser
med forklarbar KI, fordi disse diagnosene representerer to forskjellige m̊ater å
analysere EKGet p̊a. Sinustakykardi er definert ved sinusrytme over 100 slag i
minuttet. I dette tilfelle m̊a derfor rytmen analyseres. Den enkleste m̊aten er å
se p̊a tidsintervallene mellom R-takkene. T-bølgeinversjon representerer en mer
morfologisk analyse av EKGet, da T-bølgeinversjon bestemmes av formen til T-
bølgen i forskjellige avledninger. Den første hypotesen er at Ensemble-modellen
skal gjøre det bedre enn CNN-modellen p̊a rytme-klassifiseringer fordi flere av
de ekstraherte EKG-egenskapene, som ble brukt av Ensemble-modellen, er ba-
sert p̊a intervaller mellom forskjellige bølgetopper. Den andre hypotesen er at
de CNN-baserte modellene skulle prestere bedre p̊a de morfologiske klassifise-
ringene, fordi de kan bruke alle samples fra EKGet som beslutningsgrunnlag.
Dessuten har CNN-modeller vist seg å være gode p̊a å detektere former og
mønstre i bilder og tidsserier.

To EKG, som korrekt ble klassifisert av Ensemble-modellen med henholds-
vis sinustakykardi og T-bølgeinversjon, ble plukket ut for at de skulle bli for-
klart med LIME. Den lokale forklaringen fra LIME viste at de tre parameterne
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med størst betydning for klassifiseringen av sinustakykardi var medianen av S-
intervallene, medianen av Q-intervallene og gjennomsnittet av hjertefrekvensen.
Dette gir fysiologisk sett mening, siden sinustakykardi er definert ved hjertefre-
kvens ≥ 100. Ved forklaring av T-bølgeinversjon var det heller ikke uventet at
de forskjellige parameterne relatert til T-bølgen var rangert som de viktigste.
Den viktigste parameteren viste seg å være amplituden til T-bølgen i aVR-
avledningen etterfulgt av amplituden til T-bølgen i II og V3. Dette stemmer
med de diagnostiske kriteriene, der polariteten til T-bølgen benyttes for å dia-
gnostisere T-bølgeinversjon. I tillegg er det verdt å merke seg at forklaringsmo-
dellen vektlegger at T-bølgen er positiv i aVR. T-bølgen i et normalt EKG er
vanligvis negativ i aVR, men i tilfeller av T-bølgeinversjon er T-bølgen invertert
til positiv.

Encoder-modellen er valgt til å representere CNN-modellene, fordi den pres-
terte best p̊a de kryssvaliderte resultatene. Likt som for Ensemble-modellen, ble
to EKGer med sinustakykardi og T-bølgeinversjon valgt ut for videre analy-
ser med forklarbar KI. Det var forventet at forklaringen av EKGet klassifisert
med sinustakykardi (Figur 4.8) skulle fremheve punkter i EKGet, som periodisk
gjentar seg. Avledning V2, i figur 4.8, ser ut til å fremheve noen av de rytmiske
egenskapene i EKGet, men helhetsinntrykket er at dette ikke er en spesifikk nok
forklaring. For T-bølgeinversjon fremhever den lokale forklaringen fra LIME i
stor grad T-bølgene. I Figur 4.9c, er den siste T-bølgen i avledning V5 markert
med b̊ade røde og grønne prikker. Dette betyr at dette omr̊adet p̊a EKGet bidro
b̊ade til en positiv og en negativ prediksjon av klassifiseringen T-bølgeinversjon.

Forklarbar KI er et relativt ungt fagfelt, og det er kun noen f̊a studier som
har undersøkt forklarbar KI p̊a EKG-klassifiseringsmodeller [180]–[183]. S̊a vidt
jeg vet er denne masteroppgaven den første studien som tar i bruk LIME-
rammeverket til forklaring av maskinlæringsbasert klassifisering av EKG.

5.4 Maskinlæring p̊a EKG fra idrettsutøvere

De 28 EKG, som ble samlet inn i denne masteroppgaven, er for f̊a til å brukes
til trening av en maskinlæringsmodell. Dessuten representerer EKGene, i følge
kardiologens tolkning, kun friske samt to funn i grenseomr̊adet. En mulighet for
å kunne bruke EKGene er å kombinere de med andre datasett. EKGene som ble
samlet inn i denne studien vil bli publisert p̊a Physionet.org, som er en åpen
database. Foreløpig ser det ut til at EKGene samlet inn i denne studien vil
utgjøre den første åpne databasen best̊aende av EKGer fra idrettsutøvere.

Gitt at man har klarer å skaffe nok relevante EKGer til å trene en maskin-
læringsmodell for å klassifisere idrettsutøvere med risiko for plutselig hjertestans,
foresl̊ar jeg en klassifisering i to trinn (figur 5.3). Modell 1 bør klassifisere EKGet
med to utfall: positiv eller negativ prediksjon for risiko for plutselig hjertestans.
Ved positiv prediksjon bør en ny modell (Modell 2 ) klassifisere EKGet innenfor
de ulike diagnosene som er kjent for å kunne disponere for plutselig hjertestans.
Fordelen med denne fremgangsm̊aten er at Modell 1 kan trenes p̊a EKG fra per-
soner som har opplevd plutselig hjertestans (faktiske hendelser). P̊a den annen
side vil en positiv prediksjon være knyttet til mange forskjellige diagnoser, og
dagens forklaringsmodeller vil sannsynligvis ikke kunne gi en s̊a god forklaring
at legen forst̊ar hvilken diagnose det er. Derfor vil sannsynligvis Modell 1 opp-
tre som en “svart boks”, som igjen betyr at Modell 1, alene, vil være klinisk
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irrelevant. Modell2 vil klassifisere EKGene innenfor diagnosene som er kjent
fra litteraturen til å kunne disponere for plutselig hjertestans. Dette gir legen
en idé om hva som skal være videre utredning, i tillegg til at legen lettere vil
kunne forst̊a forklaringen fra en forklaringsmodell, n̊ar den kun er relatert til én
diagnose om gangen.

Figur 5.3: En foresl̊att modellarkitektur for fremtidig arbeid

En mulighet for videre arbeid, uten tilgang til mer data, er å simulere EKGer
med friske og ulike patologiske trekk, som kan være vanskelig å skille fra idretts-
hjerter. Dette kan gjøres p̊a flere forskjellige m̊ater, enten ved bruk av konven-
sjonelle simuleringsmetoder [184], eller for eksempel ved bruk av generative ad-
versarial network (GAN) [185]. Deretter kan de simulerte EKGene blandes med
de innhentede EKGene fra denne masteroppgaven, og deretter se hvorvidt en
algoritme kan klare å skille de simulerte patologiske EKGene, fra EKGene fra de
friske idrettsutøverne. Enda bedre vil det være dersom det kan supplementeres
med EKG fra noen syke idrettsutøvere.

For å øke antallet EKGer fra idrettsutøvere kan et internasjonalt samarbeid
være løsningen. En dansk studie, Tischer et al.2016 [186], foresl̊ar nettopp dette.
Danskene har omtrent 500 EKG fra danske toppidrettsutøvere, og foresl̊ar et
nordisk samarbeid for deling av EKG-data fra toppidrettsutøvere.

Det er flere utfordringer ved innsamling av EKGer fra idrettsutøvere i Norge.
En av utfordringene ligger i dagens praksis i flere norske sykehus, hvor EKGene
skrives ut, deretter skannes inn og legges til i pasientjournalen. De skannede
EKGene gjør det mer komplisert å utføre maskinlæring p̊a disse EKGene, sett
at de skulle blitt tilgjengelig for forskning. Det vil selvsagt være mulig å bruke
bildeklassifiseringsmodeller p̊a slike data, men det vil sannsynligvis kreve veldig
høy oppløsning p̊a bildedataene for at det skal kunne m̊ale seg med mulighetene
det gir å kunne utføre maskinlæring direkte p̊a r̊adataene til EKGet. Dessuten
kreves det mer lagringsplass og regnekraft for behandle bildedata i motsetning
til r̊adataene fra EKGet.

En annen utfordring er hva som skal brukes som fasit for en modell som skal
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klassifisere EKG med risiko for plutselig hjertestans. I mange studier brukes
tolkningen fra en gruppe med kardiologer som fasit, men dette åpner for men-
neskelige feil. Et bedre alternativ vil være å bruke faktiske hendelser. I Norge
ansl̊as det at omtrent tre norske idrettsutøvere dør som følge av plutselig hjerte-
stans årlig [33]. Det er selvsagt bra at dette tallet er lavt, men dette gjør ogs̊a
at det å bygge opp en database best̊aende av EKGer fra personer som senere
opplever plutselig hjertestans, vil ta veldig lang tid. Et slik alternativ vil derfor
bare være aktuelt p̊a internasjonalt niv̊a.

En annen tilnærming p̊a problemet med manglende data er å bruke transfer
learning. Et eksempel kan være å trene en maskinlæringsmodell p̊a EKGer fra
den generelle befolkning, som senere har opplevd plutselig hjertestans. Dette er
EKGer som viser seg å være lettere å skaffe store mengder av. Et eksempel p̊a
det er denne danske studien med EKG fra 326 227 personer hvor 2667 opplevde
plutselig hjertestans [187]. En modell trent p̊a et slikt datasett, og videre p̊a et
mindre datasett med EKG fra idrettsutøvere (transfer learning) kan kalibrere
modellen mot å bli bedre p̊a å skille friske idrettshjerter fra idrettshjerter med
risiko for plutselig hjertestans.

Den lave prevalensen blant mange av sykdommene som disponerer for plut-
selig hjertestans er en utfordring for enhver modell. Det bør være en svært høy
spesifisitet (≈ 1), i klassifiseringen for å forhindre effekten av falske-positiv para-
dokset, der selv en ganske høy spesifisitet vil gi mange falske positive. Samtidig
ønsker man en viss sensitivitet, slik at man faktisk klarer å fange opp noen syke.
Dette bør man ta i betraktning n̊ar man trener og sk̊arer maskinlæringsmodeller
for å avdekke sjeldne patologiske trekk.

Maskinlæringsmodeller har vist at de kan være bedre enn kardiologer til
å tolke EKGer i visse sammenhenger [23], men det gjenst̊ar fortsatt å teste
maskinlæringsmodellene opp mot en toppmoderne og klinisk anvendt EKG-
tolkningsalgoritme p̊a et datasett med stor variasjon i diagnoser.
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Denne oppgaven hadde som m̊al å belyse problematikken rundt plutselig
hjertestans blant idrettsutøvere, og hvordan nye metoder kan forbedre hjerte-
diagnostikken av denne gruppen. Hypotesen var at maskinlæring kan brukes p̊a
EKG for å identifisere idrettsutøvere med risiko for plutselig hjertestans. I denne
studien er det høstet erfaring basert p̊a innsamlede EKG fra idrettsutøvere og
maskinlæring p̊a EKG fra den generelle befolkning.

En av hensiktene med denne oppgaven var å undersøke om tolkningsalgorit-
mene, i en klinisk anvendt elektrokardiograf, er bedre tilpasset EKG fra den
generelle befolkning enn idrettsutøvere. For å undersøke dette ble det m̊alt
EKG p̊a 28 idrettsutøvere. Disse EKGene ble videre tolket av b̊ade elektro-
kardiografens tolkningsalgoritme, og av en kardiolog med erfaring innen tolk-
ning av idrettshjerter. Ut i fra sammenligningen mellom de algoritme-tolkede og
kardiolog-tolkede resultatene ble det identifisert noen svakheter ved tolknings-
algoritmen. Flere av disse svakhetene er ogs̊a observert i andre studier, som har
sett p̊a andre tolkningsalgoritmer[12], [15], [20], [145]. Dette kan tyde p̊a at det
eksisterer noen generelle svakheter i dagens EKG-tolkningsalgoritmer. En av
tilstandene, som s̊a ut til å bli feiltolket, var tidlig repolarisering. Tidlig repo-
larisering er et svært vanlig funn blant unge idrettsutøvere med en prevalens
opp mot 90% [76]. I følge kardiologen s̊a det ut til at tidlig repolarisering ble
tolket som STEMI, og dette støttes ogs̊a av andre studier [12], [145]. Dette indi-
kerer at noen av de generelle svakhetene ved tolkningsalgoritmene kan bli mer
fremtredende for unge idrettsutøvere, men det er fortsatt flere klinisk anvendte
tolkningsalgoritmer som ikke er testet enda.

Den andre hensikten med denne oppgaven var å undersøke om moderne meto-
der, som KI, kan brukes til å forbedre dagens klinisk anvendte tolkningsalgorit-
mer, slik at de blir bedre kalibrert for idrettsutøvere. I mangel p̊a nok relevante
EKG fra idrettsutøvere, ble det tatt i bruk et åpent datasett fra den generelle
befolkning. Dette var det mest relevante datasettet som var tilgjengelig i til-
strekkelig størrelse for maskinlæringsform̊al. P̊a datasettet ble det trent ni ulike
maskinlæringsmodeller. 10-ganger kryssvaliderte resultater p̊a datasettet viste
at ensemble-modellen presterte best av de ni modellene. Denne masteroppgaven
viser at maskinlæring kan brukes til å klassifisere forskjellige klinisk relevante
diagnoser basert p̊a EKG. Det er fortsatt usikkert hvordan modellene, utviklet i
denne oppgaven, vil prestere i forhold til kardiologer, eller tolkningsalgoritmene
i klinisk anvendte elektrokardiografer. Dessuten m̊a modellen trenes og valideres
p̊a relevante EKG, for å avgjøre om KI kan forbedre dagens kliniske anvendte
tolkningsalgoritmer med hensyn til idrettsutøvere.

En av forutsetningene for å kunne bruke avanserte maskinlæringsmodeller og
dyplæringsmodeller, i klinisk sammenheng, er at de er forklarbare. Derfor er

83



det i denne oppgaven undersøkt hvorvidt prediksjonene fra modellene, utviklet
i denne masteroppgaven, lar seg forklare ved bruk av LIME. Prediksjonene fra
b̊ade Encoder-modellen og Ensemble-modellen lot seg forklare, men det gjenst̊ar
fortsatt å validere nyttigheten av forklaringene. Sannsynligvis m̊a et tettere
tverrfaglig samarbeid til, for å skape verdi ut av forklaringsmodellene.

Arbeidet presentert i denne oppgaven viser at det eksisterer svakheter ved
de eksisterende klinisk anvendte tolkningsalgoritmene. I denne oppgaven er det
ogs̊a bekreftet at KI og forklarbar KI kan brukes p̊a EKG fra den generelle
befolkning for å klassifisere en rekke diagnoser. Det er grunn til å tro dette vil
kunne fungere p̊a EKG fra idrettsutøvere ogs̊a dersom datagrunnlaget er godt
nok. Mangelen p̊a data er den største begrensningen innenfor dette fagfeltet.
Hovedprioriteten for å gjøre fremskritt p̊a dette omr̊adet bør derfor være å
skaffe tilgang til flere relevante EKG. Plutselig hjertestans blant idrettsutøvere
er sjeldent, men likevel svært tragisk n̊ar det skjer. Jeg h̊aper flere ønsker å
dele data slik de 28 idrettsutøverne har gjort i denne oppgaven. Mer åpne data,
og økt oppmerksomhet vil kunne forbedre diagnostikken av idrettsutøvere, som
igjen kan føre til færre unødvendige utredninger og forh̊apentligvis redde liv.
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Appendiks A

Innstillinger EKG MAC VU360TM og MarquetteTM SL12

Innstillinger EKG GE MAC VU360TM og MarquetteTM SL12

Innstillinger EKG MAC VU360TM og MarquetteTM SL12
Innstillinger for bølgeform og skjerminnstillinger
Standard hastighet 25.0 mm/s
Standard gevinst / forsterkning 10mm/mV
Skjermfilter 150 Hz
12SL-innstillinger
QTc-metode Fridericia
Vekselstrømfilter 50Hz
Avledningsmerketype IEC
P̊avisningskonfigurasjon
STEMI Ja
Iskemi Ja
AV-blokk Ja
Arytmi Ja
Programvareversjon
Programvare fullversjon 1.01 SP04
12SL-versjon 12SL 23



Appendiks B

Metadata-fil fra PhysioNet/CinC Challenge 2020

Tabellen viser et eksempel p̊a metadata-fil. Første linje i tabellen viser nummer
p̊a opptaket (A0001), antall EKG-avledninger (12), samplingsfrekvens (500Hz),
antall samples (7500), dato (12-May-2020) og klokkeslett (12:33:59). De neste
12 radene viser igjen filnavnet, hvert signal ble skrevet med 16 bit og 24bits
offset, oppløsningen p̊a spenningssignalet (1000/mV), EKG-apparatets Analog-
til-digital konverter verdier (16+24), grunnverdien til signalet er 0 for alle ledere,
den første verdien til signalet, checksum og tilslutt navnet p̊a avledningen. I de 6
siste radene gis det informasjon om alder, kjønn, diagnose (Dx) kodet/kryptert
med SNOMED-CT kode, Resept (Rx), pasienthistorie (Hx) og symptom eller
operasjon (Sx).

A0001 12 500 7500 12−May−2020 1 2 : 3 3 : 59
A0001 . mat 16+24 1000/mV 16 0 28 −1716 0 I
A0001 . mat 16+24 1000/mV 16 0 7 2029 0 I I
A0001 . mat 16+24 1000/mV 16 0 −21 3745 0 I I I
A0001 . mat 16+24 1000/mV 16 0 −17 3680 0 aVR
A0001 . mat 16+24 1000/mV 16 0 24 −2664 0 aVL
A0001 . mat 16+24 1000/mV 16 0 −7 −1499 0 aVF
A0001 . mat 16+24 1000/mV 16 0 −290 390 0 V1
A0001 . mat 16+24 1000/mV 16 0 −204 157 0 V2
A0001 . mat 16+24 1000/mV 16 0 −96 −2555 0 V3
A0001 . mat 16+24 1000/mV 16 0 −112 49 0 V4
A0001 . mat 16+24 1000/mV 16 0 −596 −321 0 V5
A0001 . mat 16+24 1000/mV 16 0 −16 −3112 0 V6
#Age : 74
#Sex : Male
#Dx: 59118001
#Rx : Unknown
#Hx: Unknown
#Sx : Unknown



Appendiks C

10-ganger kryssvalidert sk̊ar p̊a treningsdataene

(a) F1-score (b) F2-score

(c) G2-score (d) PhysioNet/CinC Challenge-score

Poengsk̊arene oppn̊add av ni forskjellige modeller ved prediksjon p̊a trenings-
dataene og bruk av 10 ganger kryssvalidering. Øverst til venstre viser F1-
poengsum, øverst til høyre viser F2-poengsum, nederst til venstre viser G2-
poengsum og nederst til høyre viser PhysioNet / CinC Challenge-poengsum.



Appendiks D

Sammenligning mellom diagnostisering av kardiologen og

MarquetteTM SL12s

Forvirringsmatrise med kardiologens diagnostisering og MarquetteTM SL12s
diagnostisering.



Appendiks E

FCN

from tensorflow import keras

def FCN():

inputlayer = keras.layers.Input(shape=(5000,12))

conv1 = keras.layers.Conv1D(filters=128,

kernel_size=8,input_shape=(5000,12),

padding='same')(inputlayer)

conv1 = keras.layers.BatchNormalization()(conv1)

conv1 = keras.layers.Activation(activation='relu')(conv1)

conv2 = keras.layers.Conv1D(filters=256,

kernel_size=5, padding='same')(conv1)

conv2 = keras.layers.BatchNormalization()(conv2)

conv2 = keras.layers.Activation('relu')(conv2)

conv3 = keras.layers.Conv1D(filters=128,

kernel_size=3,padding='same')(conv2)

conv3 = keras.layers.BatchNormalization()(conv3)

conv3 = keras.layers.Activation('relu')(conv3)

gap_layer = keras.layers.GlobalAveragePooling1D()(conv3)

outputlayer = keras.layers.Dense(27, activation='sigmoid')(gap_layer)

model = keras.Model(inputs=inputlayer, outputs=outputlayer)



Encoder

from tensorflow import keras

import tensorflow_addons as tfa

def encoder_model():

input_layer = keras.layers.Input(shape=(5000, 12))

# conv block 1

conv1 = keras.layers.Conv1D(filters=128,

kernel_size=5,padding='same')(input_layer)

conv1 = tfa.layers.InstanceNormalization()(conv1)

conv1 = keras.layers.PReLU(shared_axes=[1])(conv1)

conv1 = keras.layers.Dropout(rate=0.2)(conv1)

conv1 = keras.layers.MaxPooling1D(pool_size=2)(conv1)

# conv block 2

conv2 = keras.layers.Conv1D(filters=256,

kernel_size=11,padding='same')(conv1)

conv2 = tfa.layers.InstanceNormalization()(conv2)

conv2 = keras.layers.PReLU(shared_axes=[1])(conv2)

conv2 = keras.layers.Dropout(rate=0.2)(conv2)

conv2 = keras.layers.MaxPooling1D(pool_size=2)(conv2)

# Final layers

conv3 = keras.layers.Conv1D(filters=512,

kernel_size=21,padding='same')(conv2)

conv3 = tfa.layers.InstanceNormalization()(conv3)

conv3 = keras.layers.PReLU(shared_axes=[1])(conv3)

conv3 = keras.layers.Dropout(rate=0.2)(conv3)

# split for attention

attention_data = keras.layers.Lambda(

lambda x: x[:,:,:256])(conv3)

attention_softmax = keras.layers.Lambda(

lambda x: x[:,:,256:])(conv3)

# attention mechanism

attention_softmax = keras.layers.Softmax()(attention_softmax)

multiply_layer = keras.layers.Multiply()(

[attention_softmax,attention_data])

dense_layer = keras.layers.Dense(units=256,

activation='sigmoid')(multiply_layer)

dense_layer = tfa.layers.InstanceNormalization()(dense_layer)

# output layer

flatten_layer = keras.layers.Flatten()(dense_layer)

output_layer = keras.layers.Dense(units=27,

activation='sigmoid')(flatten_layer)

model = keras.models.Model(inputs=input_layer,

outputs=output_layer)



FCN + kjønn og alder

from tensorflow import keras

def FCN_demo():

inputA = keras.layers.Input(shape=(5000,12))

inputB = keras.layers.Input(shape=(2,))

conv1 = keras.layers.Conv1D(filters=128,

kernel_size=8,input_shape=(5000,12),

padding='same')(inputA)

conv1 = keras.layers.BatchNormalization()(conv1)

conv1 = keras.layers.Activation(activation='relu')(conv1)

conv2 = keras.layers.Conv1D(filters=256,

kernel_size=5, padding='same')(conv1)

conv2 = keras.layers.BatchNormalization()(conv2)

conv2 = keras.layers.Activation('relu')(conv2)

conv3 = keras.layers.Conv1D(128,

kernel_size=3,padding='same')(conv2)

conv3 = keras.layers.BatchNormalization()(conv3)

conv3 = keras.layers.Activation('relu')(conv3)

gap_layer = keras.layers.GlobalAveragePooling1D()(conv3)

model1 = keras.Model(inputs=inputA, outputs=gap_layer)

# MLP model

mod3 = keras.layers.Dense(50, activation="relu")(inputB)

mod3 = keras.layers.Dense(2, activation="sigmoid")(mod3)

model3 = keras.Model(inputs=inputB, outputs=mod3)

# Combining MLP and FCN

combined = keras.layers.concatenate([model1.output, model3.output])

final_layer = keras.layers.Dense(27, activation="sigmoid")(combined)

model = keras.models.Model(inputs=[inputA,inputB], outputs=final_layer)



Encoder + kjønn og alder

from tensorflow import keras

import tensorflow_addons as tfa

def encoder_model_demo():

inputA = keras.layers.Input(shape=(5000, 12))

inputB = keras.layers.Input(shape=(2,))

# conv block 1

conv1 = keras.layers.Conv1D(filters=128,

kernel_size=5,padding='same')(inputA)

conv1 = tfa.layers.InstanceNormalization()(conv1)

conv1 = keras.layers.PReLU(shared_axes=[1])(conv1)

conv1 = keras.layers.Dropout(rate=0.2)(conv1)

conv1 = keras.layers.MaxPooling1D(pool_size=2)(conv1)

# conv block 2

conv2 = keras.layers.Conv1D(filters=256,

kernel_size=11,padding='same')(conv1)

conv2 = tfa.layers.InstanceNormalization()(conv2)

conv2 = keras.layers.PReLU(shared_axes=[1])(conv2)

conv2 = keras.layers.Dropout(rate=0.2)(conv2)

conv2 = keras.layers.MaxPooling1D(pool_size=2)(conv2)

conv3 = keras.layers.Conv1D(filters=512,

kernel_size=21,padding='same')(conv2)

conv3 = tfa.layers.InstanceNormalization()(conv3)

conv3 = keras.layers.PReLU(shared_axes=[1])(conv3)

conv3 = keras.layers.Dropout(rate=0.2)(conv3)

# split for attention

attention_data = keras.layers.Lambda(

lambda x: x[:,:,:256])(conv3)

attention_softmax = keras.layers.Lambda(

lambda x: x[:,:,256:])(conv3)

# attention mechanism

attention_softmax = keras.layers.Softmax()(attention_softmax)

multiply_layer = keras.layers.Multiply()(

[attention_softmax,attention_data]

)

# last layer

dense_layer = keras.layers.Dense(units=256,

activation='sigmoid')(multiply_layer)

dense_layer = tfa.layers.InstanceNormalization()(dense_layer)

# output layer

output_layer = keras.layers.Flatten()(dense_layer)

mod1 = keras.Model(inputs=inputA, outputs=output_layer)

mod2 = keras.layers.Dense(50, activation="relu")(inputB)

mod2 = keras.layers.Dense(2, activation="sigmoid")(mod2)

mod2 = keras.models.Model(inputs=inputB, outputs=mod2)

combined = keras.layers.concatenate([mod1.output, mod2.output])

z = keras.layers.Dense(27, activation="sigmoid")(combined)

model = keras.models.Model(inputs=[mod1.input, mod2.input], outputs=z)



Encoder + FCN

from tensorflow import keras

import tensorflow_addons as tfa

def FCN_Encoder():

inputA = tf.keras.layers.Input(shape=(5000,12))

conv1 = keras.layers.Conv1D(filters=128,

kernel_size=8,input_shape=(5000,12), padding='same')(inputA)

conv1 = keras.layers.BatchNormalization()(conv1)

conv1 = keras.layers.Activation(activation='relu')(conv1)

conv2 = keras.layers.Conv1D(filters=256,

kernel_size=5, padding='same')(conv1)

conv2 = keras.layers.BatchNormalization()(conv2)

conv2 = keras.layers.Activation('relu')(conv2)

conv3 = keras.layers.Conv1D(

128, kernel_size=3,padding='same')(conv2)

conv3 = keras.layers.BatchNormalization()(conv3)

conv3 = keras.layers.Activation('relu')(conv3)

gap_layer = keras.layers.GlobalAveragePooling1D()(conv3)

model1 = keras.Model(inputs=inputA, outputs=gap_layer)

conv1 = keras.layers.Conv1D(filters=128,

kernel_size=5,padding='same')(inputA)

conv1 = tfa.layers.InstanceNormalization()(conv1)

conv1 = keras.layers.PReLU(shared_axes=[1])(conv1)

conv1 = keras.layers.Dropout(rate=0.2)(conv1)

conv1 = keras.layers.MaxPooling1D(pool_size=2)(conv1)

# conv block -2

conv2 = keras.layers.Conv1D(filters=256,

kernel_size=11,padding='same')(conv1)

conv2 = tfa.layers.InstanceNormalization()(conv2)

conv2 = keras.layers.PReLU(shared_axes=[1])(conv2)

conv2 = keras.layers.Dropout(rate=0.2)(conv2)

conv2 = keras.layers.MaxPooling1D(pool_size=2)(conv2)

# conv block -3

conv3 = keras.layers.Conv1D(filters=512,

kernel_size=21,padding='same')(conv2)

conv3 = tfa.layers.InstanceNormalization()(conv3)

conv3 = keras.layers.PReLU(shared_axes=[1])(conv3)

conv3 = keras.layers.Dropout(rate=0.2)(conv3)

# split for attention

attention_data = keras.layers.Lambda(lambda x: x[:,:,:256])(conv3)

attention_softmax = keras.layers.Lambda(lambda x: x[:,:,256:])(conv3)

# attention mechanism

attention_softmax = keras.layers.Softmax()(attention_softmax)

multiply_layer = keras.layers.Multiply()(

[attention_softmax,attention_data]

)

# last layer



dense_layer = keras.layers.Dense(units=256,

activation='sigmoid')(multiply_layer)

dense_layer = tfa.layers.InstanceNormalization()(dense_layer)

# output layer

flatten_layer = keras.layers.Flatten()(dense_layer)

model2 = keras.Model(inputs=inputA, outputs=flatten_layer)

combined = keras.layers.concatenate([model1.output, model2.output])

final_layer = keras.layers.Dense(27, activation="sigmoid")(combined)

model = keras.models.Model(inputs=inputA, outputs=final_layer)



Encoder + FCN + Alder og kjønn

from tensorflow import keras

import tensorflow_addons as tfa

def FCN_Encoder_demo():

inputA = keras.layers.Input(shape=(5000,12))

inputB = keras.layers.Input(shape=(2,))

conv1 = keras.layers.Conv1D(filters=128,

kernel_size=8,input_shape=(5000,12), padding='same')(inputA)

conv1 = keras.layers.BatchNormalization()(conv1)

conv1 = keras.layers.Activation(activation='relu')(conv1)

conv2 = keras.layers.Conv1D(filters=256,

kernel_size=5, padding='same')(conv1)

conv2 = keras.layers.BatchNormalization()(conv2)

conv2 = keras.layers.Activation('relu')(conv2)

conv3 = keras.layers.Conv1D(128,

kernel_size=3,padding='same')(conv2)

conv3 = keras.layers.BatchNormalization()(conv3)

conv3 = keras.layers.Activation('relu')(conv3)

gap_layer = keras.layers.GlobalAveragePooling1D()(conv3)

model1 = keras.Model(inputs=inputA, outputs=gap_layer)

conv1 = keras.layers.Conv1D(filters=128,

kernel_size=5,padding='same')(inputA)

conv1 = tfa.layers.InstanceNormalization()(conv1)

conv1 = keras.layers.PReLU(shared_axes=[1])(conv1)

conv1 = keras.layers.Dropout(rate=0.2)(conv1)

conv1 = keras.layers.MaxPooling1D(pool_size=2)(conv1)

# conv block -2

conv2 = keras.layers.Conv1D(filters=256,

kernel_size=11,padding='same')(conv1)

conv2 = tfa.layers.InstanceNormalization()(conv2)

conv2 = keras.layers.PReLU(shared_axes=[1])(conv2)

conv2 = keras.layers.Dropout(rate=0.2)(conv2)

conv2 = keras.layers.MaxPooling1D(pool_size=2)(conv2)

# conv block -3

conv3 = keras.layers.Conv1D(filters=512,

kernel_size=21,padding='same')(conv2)

conv3 = tfa.layers.InstanceNormalization()(conv3)

conv3 = keras.layers.PReLU(shared_axes=[1])(conv3)

conv3 = keras.layers.Dropout(rate=0.2)(conv3)

# split for attention

attention_data = keras.layers.Lambda(lambda x: x[:,:,:256])(conv3)

attention_softmax = keras.layers.Lambda(lambda x: x[:,:,256:])(conv3)

# attention mechanism

attention_softmax = keras.layers.Softmax()(attention_softmax)

multiply_layer = keras.layers.Multiply()(

[attention_softmax,attention_data]

)

# last layer



dense_layer = keras.layers.Dense(

units=256,activation='sigmoid')(multiply_layer)

dense_layer = tfa.layers.InstanceNormalization()(dense_layer)

# output layer

flatten_layer = keras.layers.Flatten()(dense_layer)

model2 = keras.Model(inputs=inputA, outputs=flatten_layer)

mod3 = keras.layers.Dense(50, activation="relu")(inputB)

mod3 = keras.layers.Dense(2, activation="sigmoid")(mod3)

model3 = keras.Model(inputs=inputB, outputs=mod3)

combined = keras.layers.concatenate([model1.output,

model2.output, model3.output])

final_layer = keras.layers.Dense(27,

activation="sigmoid")(combined)

model = keras.models.Model(inputs=[inputA,inputB],

outputs=final_layer)



Ensemble modell

from skmultilearn.problem_transform import ClassifierChain

from skmultilearn.ensemble import LabelSpacePartitioningClassifier

from skmultilearn.cluster import FixedLabelSpaceClusterer

from sklearn.ensemble import RandomForestClassifier

print("Making the clusters")

my_cluster = []

for i in range(len(y_train.T)):

my_cluster.append(np.unique(

np.where(y_train[np.where(y_train.T[i]==1)])[1])

)

print("Making the model")

classifier = LabelSpacePartitioningClassifier(

classifier = ClassifierChain(

classifier= RandomForestClassifier(

n_jobs=-1,n_estimators=5, verbose=0

),

require_dense = [False, True]

),

require_dense = [True, True],

clusterer = FixedLabelSpaceClusterer(clusters=my_cluster)

)



Regelbasert modell

def DetectRWithPanTompkins (signal, signal_freq):

'''signal=ECG signal (type=np.array), signal_freq=sample frequenzy'''

lowcut = 5.0

highcut = 15.0

filter_order = 2

nyquist_freq = 0.5 * signal_freq

low = lowcut / nyquist_freq

high = highcut / nyquist_freq

b, a = butter(filter_order, [low, high], btype="band")

y = lfilter(b, a, signal)

diff_y=np.ediff1d(y)

squared_diff_y=diff_y**2

integrated_squared_diff_y =np.convolve(squared_diff_y,np.ones(5))

normalized = (integrated_squared_diff_y-min(integrated_squared_diff_y))/

(max(integrated_squared_diff_y)-min(integrated_squared_diff_y))

peaks, metadata = find_peaks(normalized,

distance=signal_freq/5 ,

height=0.5,

width=0.5

)

return peaks

HeartRate = []

TimeBetweenBeat= []

for index, item in enumerate(r_time,-1):

HeartRate.append(60/((r_time[index+1]-r_time[index])/sampfreq))

TimeBetweenBeat.append((r_time[index+1]-r_time[index])/sampfreq)

del HeartRate[0]

avgHr = sum(HeartRate)/len(HeartRate)

TimeBetweenBeat= np.asarray(TimeBetweenBeat)

TimeBetweenBeat=TimeBetweenBeat * 1000 # sec to ms

TimeBetweenBeat = TimeBetweenBeat[1:] # remove first element

return TimeBetweenBeat, avgHr

'''signal = ECG signal, peaks = uncorrected R peaks'''

peaks_corrected, metadata = find_peaks(signal,

distance=min(np.diff(peaks)))

return peaks_corrected



for i in range(len(val_data)):

data , header_data = load_challenge_data(

ecgfilenames[val_data[i]]

)

avg_hr = 0

peaks = 0

rmssd = 0

qrs_voltage = 0

try:

peaks = DetectRWithPanTompkins(

data[1],int(header_data[0].split()[2])

)

try:

peaks = R_correction(data[1], peaks)

except:

print("Did not manage to do R_correction")

except:

print("Did not manage to find any peaks using Pan Tomkins")

try:

rr_interval, avg_hr = heartrate(

peaks,int(header_data[0].split()[2])

)

try:

rmssd = np.mean(np.square(np.diff(rr_interval)))

except:

print("did not manage to comp rmssd")

except:

print("not able to calculate heart rate")

rr_interval = 0

avg_hr = 0

try:

qrs_voltage = np.mean(data[1][peaks])

except:

print("Could not calculate mean QRS peak voltage")

if avg_hr != 0:

# bare gjør disse endringene dersom vi klarer å beregne puls

if 60 < avg_hr < 100:

dnn_prediction[i][16] = 0

dnn_prediction[i][14] = 0

dnn_prediction[i][13] = 0

elif avg_hr < 60 & dnn_prediction[i][15] == 1:

dnn_prediction[i][13] = 1

elif avg_hr < 60 & dnn_prediction[i][15] == 0:

dnn_prediction[i][14] = 1

elif avg_hr > 100:

dnn_prediction[i][16] = 1



Appendiks F

Beregninger - makro-sk̊ar

Marquette SL12 vs Kardiolog (idrettskardiologiske retningslinjer)

Normal:

SP = 13, SN = 2, FP = 0, FN = 13

Presisjon =
13

13 + 0
= 1.0

Sensitivitet =
13

13 + 13
= 0.5

Spesifisitet =
2

2 + 0
= 1.0

F1normal
− sk̊ar = 2 · 1 · 0.5

1 + 0.5
= 0.667

F2normal
− sk̊ar = (1 + 22 · 1 · 0.5

0.5 + 1 · 22 = 0.55

G2normal
− sk̊ar =

13

13 + 0 + 2 · 13 = 0.33

I grenseomr̊adet:

SP = 0 , SN = 19 , FP = 7 , FN = 2

Presisjon =
0

0 + 7
= 0

Sensitivitet =
0

0 + 2
= 0

Spesifisitet =
19

19 + 7
= 0.73

F1grenseområdet
− sk̊ar = 0 = 2 · 0 · 0

0 + 0
= 0

F2grenseområdet
− sk̊ar = (1 + 22 · 0 · 0

0 + 0 · 22 = 0

G2grenseområdet
− sk̊ar =

0

0 + 7 + 2 · 2 = 0



Unormal:

SP = 0 , SN = 20 , FP = 8 , FN = 0

Presisjon =
0

0 + 8
=

Sensitivitet =
0

0 + 0
= 0

Spesifisitet =
20

20 + 8
= 0.71

F1unormal
− sk̊ar = 2 · 0 ∗ 0

0 + 0
= 0

F2unormal
− sk̊ar = (1 + 22 · 0 · 0

0 + 0 · 22 = 0

G2unormal
− sk̊ar =

0

0 + 8 + 2 · 0 = 0

Makro-sk̊ar:

F1makro
=

0.667 + 0 + 0

3
= 0.22

F2makro
=

0.55 + 0 + 0

3
= 0.18

G2makro
=

0.33 + 0 + 0

3
= 0.11

Marquette SL12 vs Kardiolog (ikke-idrettskardiologiske retningslin-
jer)

Normal:

SP = 10, SN = 7, FP = 3, FN = 8

Presisjon =
10

10 + 3
= 0.77

Spesifisitet =
7

7 + 3
= 0.70

Sensitivitet =
10

10 + 8
= 0.56

F1normal
− sk̊ar = 2

0.77 · 0.56

0.77 + 0.56
= 0.65

F2normal
− sk̊ar = (1 + 22 · 0.77 · 0.56

0.56 + 0.77 · 22 = 0.59

G2normal
− sk̊ar =

10

10 + 3 + 2 · 8 = 0.34



I grenseomr̊adet:

SP = 2, SN = 14, FP = 5, FN = 7

Presisjon =
2

2 + 5
= 0.29

Spesifisitet =
14

14 + 5
= 0.74

Sensitivitet =
2

2 + 7
= 0.22

F1grenseområdet
− sk̊ar = 2 · 0.29 · 0.22

0.29 + 0.22
= 0.25

F2grenseområdet
− sk̊ar = (1 + 22 · 0.29 · 0.22

0.22 + 0.29 · 22 = 0.23

G2grenseområdet
− sk̊ar =

2

2 + 5 + 2 · 7 = 0.10

Unormal:

SP = 1, SN = 20, FP = 7, FN = 0

Presisjon =
1

1 + 7
= 0.13

Spesifisitet =
20

20 + 7
= 0.74

Sensitivitet =
1

1 + 0
= 1

F1unormal
− sk̊ar = 2 · 0.13 · 0

0.13 + 1
= 0.23

F2unormal
− sk̊ar = (1 + 22 · 0.13 · 1

1 + (0.13 · 22)
= 0.43

G2unormal
− sk̊ar =

1

1 + 7 + 2 · 0 = 0.13

Makro-sk̊ar:

F1makro
=

0.65 + 0.25 + 0.23

3
= 0.38

F2makro
=

0.59 + 0.23 + 0.43

3
= 0.42

G2makro
=

0.34 + 0.10 + 0.13

3
= 0.19
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Abstract

The objective of this study was to classify 27 cardiac
abnormalities based on a data set of 43101 ECG record-
ings. A hybrid model combining a rule-based algorithm
with different deep learning architectures was developed.

We compared two different Convolutional Neural Net-
works, a Fully Convolutional Neural Network and an En-
coder Network, a combination of both, and with the addi-
tion of another neural network using age and gender as in-
put. Two of these combinations were finally combined with
a rule-based model using derived ECG features. The per-
formance of the models was evaluated on validation data
during model development using hold-out validation. Fi-
nally, the models were deployed to a Docker image, trained
on the provided development data, and tested on the Chal-
lenge validation set. The model that performed best on the
Challenge validation set was then deployed and tested on
the full Challenge test set. The performance was evaluated
based on a particular Challenge score.

Our team, TeamUIO, achieved a Challenge validation
score of 0.377, and a full test score of 0.206 for our best
model. The score on the full test set placed us at 20th out
of 41 teams in the official ranking.

1. Introduction

The ECG reflects the electrical activity of the heart,
and the interpretation of this recording can reveal numer-
ous pathologies of the heart. An ECG is recorded using
an electrocardiograph, where modern clinical devices usu-
ally contain automatic interpretation software that inter-
prets the ECGs directly after recording. Although auto-
matic ECG interpretation started in the 1950s, there are
still some limitations [1, 2]. Because of the errors done by
the automatic interpretation software, doctors have to read
over the ECGs [3]. This is time-consuming for the doctors
and requires a high degree of expertise [4]. There is clearly
a need for better ECG interpretation algorithms.

Recent years have shown a rapid improvement in the

field of machine learning. A sub-field of machine learning
is called deep learning, where more complex architectures
of neural networks are better able to scale with the amount
of data in terms of performance. This type of machine
learning has shown promising performance in many fields
including medicine, and in this study, we have explored the
usefulness of deep learning in classifying 12-lead ECGs.

As a starting point for our model architecture, we chose
to use the two best performing Convolutional Neural Net-
works (CNN) used on ECG data in Fawaz HI et al 2019
[5]. They reported that Fully Convolutional Neural Net-
works (FCN) outperformed eight other CNN architectures
compared. We also wanted to test the second-best architec-
ture from their study which was an Encoder network. Fi-
nally, we assessed the integration of a rule-based algorithm
within these models to test the performance of a CNN and
rule-based hybrid classifier.

This study is a part of the PhysioNet/Computing in Car-
diology (CinC) Challenge 2020, where the aim was to de-
velop an automated interpretation algorithm for the iden-
tification of multiple clinical diagnoses from 12-lead ECG
recordings.

2. Methods

2.1. Data

To train the CNN models a data set containing 43.101
ECG recordings with corresponding information files de-
scribing the recording, patient attributes, and the diagno-
sis was used [6, 7]. The recording lengths varied across
the different ECG signals, 83.4% were 5000 samples long.
98.5% of the recordings were sampled at a frequency of
500Hz, 1.3% signals sampled at 1kHz and 0.2% signals
sampled at 257Hz.

2.2. Preprocessing

According to the goal of this Challenge, we aimed to
classify 27 of the 111 diagnoses [6]. The 27 labels to
classify were One-Hot encoded, with each diagnosis rep-
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resented as a bit in a 27-bit long array. All recordings were
padded and truncated to a signal length of 5000 samples.
Padding and truncation were done by removing any parts
longer than 5000 samples and adding a tail of 5000 − n
zeros to any recording of length n < 5000.

2.3. CNN architectures

As a starting point for classifying the ECG-signals, we
employed FCN and Encoder types of CNN models as de-
scribed in Fawaz HI et al 2019 [5]. Two models were tested
without any modifications to the architecture other than
changing the input and output layers to fit our input data
and output classes. All output layers of each model used a
Sigmoid activation function.

To make use of the provided age and gender data, a sim-
pler neural network model with 2 inputs, one hidden layer
of 50 units, and 2 outputs in the final layer was added.
This new model was combined with our FCN and Encoder
models by concatenation of the last layer of the CNNs.

Age and gender data were passed into the simple neural
network as integers, but in some information files, the age
of the patient was not given and was assigned a value of
-1. The gender data was transformed into integers, where
a male was set equal to 0, female equal to 1, and unknown
was set to 2.

The two CNN models (FCN and Encoder) were com-
bined as parallel models, concatenated on the second last
layer. This model was tested with and without a parallel
dense layer1.

2.4. Rule-based model

The rule-based algorithm used the raw ECG signal,
without any padding or truncating, as input. R-peak de-
tection [8], and heart rate variability (HRV) analysis was
programmed to add relevant derived features to the al-
gorithm. An HRV-score was obtained by computing the
root mean square of successive differences between nor-
mal heartbeats (RMSSD) using the detected R-peaks as
timing indicators of each heartbeat.

The rule-based algorithm was able to classify eight dif-
ferent diagnoses: atrial fibrillation, bradycardia, low QRS-
complex, normal sinus rhythm, pacing rhythm, sinus ar-
rhythmia, sinus bradycardia, and sinus tachycardia.

The rule-based algorithm performed classification inde-
pendent of the deep learning models. If there was dis-
agreement between the rule-based algorithm and the CNN
model, the rule-based algorithm overwrote the classifica-
tion from the CNN model.

1All models and algorithms are available here: https://www.ka
ggle.com/bjoernjostein/physionet-challenge-2020

2.5. Model development

The models were trained and validated on the develop-
ment data using hold-out validation with a split of 90% for
training and 10% for validation. The first fold in a stratified
K-fold was used with a random seed of 42 [9]. The split-
ting was arranged such that the distribution of diagnoses
was the same in both the train and validation data.

During training, the Area Under the Curve (AUC) score
on the validation set was used to determine if the learning
rate should drop or stay. The learning rate was initially set
to 0.001 for all models and decreased by a factor of 10,
using the reduce on plateau method [10], for each epoch
that the AUC score did not improve. Early stopping [10]
was triggered when the AUC score on the validation data
did not improve over two successive epochs.

2.6. Threshold optimization

The prediction thresholds were optimized during model
development. This was done by running the classifier on
the hold-out validation data and receiving a score between
0 and 1 for each of the classes. The Nelder-Mead down-
hill simplex method [11, 12] was applied to optimize the
threshold individually for the 27 classes. The Nelder-Mead
downhill simplex method is used to find the local minimum
of a function using the function itself and an initial guess
of the variable of the function. The 27-element long array
was optimized using the negative of the PhysioNet/CinC
Challenge score [6]. To increase the possibility of find-
ing the global maximum of the PhysioNet/CinC Challenge
score, all elements in the 27-element long array was given
a value of 1 and multiplied it with a variable that was given
values from 0 to 1, with a step size of 0.05. The value
that gave the highest PhysioNet/CinC Challenge score was
used as the initial guess for the Nelder-Mead downhill sim-
plex method.

2.7. Model deployment

To obtain a valid score in the PhysioNet/CinC Challenge
we submitted the models to the PhysioNet/CinC commit-
tee for testing on a Challenge validation and test set [6].

A Docker image was used to create a virtual Python en-
vironment for the model to be tested. During model de-
ployment, the model was trained on the whole develop-
ment set. The first three Challenge validation scores were
obtained using AUC on the development data to schedule
the reduction of the learning rate.

The two last Challenge validation scores were obtained
using a learning rate scheduler. The learning rate schedule
was programmed to be the same as in model development.

Page 2



Model ID and name Rule-based model AUC F1 F2 G2 Challenge score
A) FCN No 0.875 0.381 0.446 0.230 0.348
B) Encoder No 0.866 0.396 0.429 0.228 0.398
C) FCN + age, gender No 0.877 0.368 0.438 0.222 0.385
D) Encoder + age, gender No 0.828 0.334 0.389 0.190 0.333
E) Encoder + FCN No 0.872 0.399 0.436 0.237 0.409
F) Encoder + FCN Yes 0.872 0.361 0.413 0.203 0.348
G) Encoder + FCN + age, gender No 0.866 0.400 0.434 0.233 0.395
H) Encoder + FCN + age, gender Yes 0.866 0.356 0.405 0.198 0.338

Table 1. Scores were obtained by eight different models during model development. The models were evaluated by five
different metrics, AUC, F1, F2, G2, and the PhysioNet/CinC Challenge score, during model development.

2.8. General parameters for both valida-
tion and testing procedures

For all models in both development and deployment, we
used Adam optimizer, a batch size of 30, and binary cross-
entropy as the loss function. A batch generator was used
to feed the model with data during training, programmed
to shuffle the order of data for each epoch.

Weights based on the number of occurrences of the dif-
ferent classes were calculated to deal with the skewed
classes in the development data [9]. The calculated
weights were passed to the model during training to give
higher priority to rare diagnoses and lower priority to di-
agnoses that occurred more frequently.

3. Results

3.1. Scoring metrics

During model development, all models were validated
on a subset of the development data using the metrics AUC
(Eq 1), F1-score (Eq 2), F2-score (Eq 3), G2-score (Eq 4),
and the PhysioNet/CinC Challenge score, as seen in Ta-
ble 1. On the Challenge validation set, we only obtained
the PhysioNet/CinC Challenge score as seen in Table 2.
After the evaluation of the performance on the full Chal-
lenge test set we were provided AUC (Eq 1), F1-score (Eq
2), PhysioNet/CinC Challenge score, an Area Under the
Precision-Recall Curve (AUPRC) score, and an accuracy
score.

AUC(ti−ti−1) = (ti − ti−1)×
f(ti) + f(ti−1)

2
(Eq 1)

F1 =
2× TP

2 ∗ TP + FP + FN
(Eq 2)

F2 =
(1 + 22)× TP

(1 + 22)× TP + FP + 22 × FN
(Eq 3)

G2 =
TP

TP + FP + 2× FN
(Eq 4)

3.2. Classification performance

Five out of the eight models tested during the develop-
ment phase, as seen in Table 1, were successfully deployed
and obtained a score on the Challenge validation set, pre-
sented in Table 2.

Model ID Rule-based Challenge
and name model score
B) Encoder No 0.229
C) FCN + age, gender No 0.302
D) Encoder + age, gender No 0.272
F) Encoder + FCN Yes 0.377
H) Encoder + FCN Yes 0.364
+ age, gender

Table 2. The scores are obtained on the Challenge valida-
tion set and only the PhysioNet/CinC Challenge score was
given. The Challenge validation set is a subset of the Chal-
lenge test set and not the final score in the challenge. The
scores achieved on the Challenge validation set was used
to select one model for deployment on the full Challenge
test set.

The best score on the Challenge validation set was
achieved by model H, an Encoder in parallel with an FCN
with the rule-based algorithms added, as seen in Table 2.
Model H was finally deployed and scored on the full Chal-
lenge test set [6]. The model achieved an AUC-score of
0.728, an F1-score of 0.233, and a PhysioNet/CinC Chal-
lenge score of 0.206. This score brought us, TeamUIO, to
20th place in the PhysioNet/CinC Challenge 2020.

4. Discussion and conclusion

We chose to pad and truncate the signals to 5000 sam-
ples which were necessary to be able to feed the signal to
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the CNN. The disadvantage was that some important infor-
mation from segments of the ECG recordings might have
been omitted in training the models. On the other hand,
the derived features used in the rule-based implementation
were based on complete recordings. Thus, the models that
combined both CNN and rule-based algorithms used the
entire signal when classifying the ECG.

Deployment of the models was done using two differ-
ent ways of controlling the learning rate. The scores of
models B, C, and D, on the Challenge validation set (Table
2), were obtained by using AUC on the development data
to schedule the reduction of the learning rate. This might
have contributed to overfitting indicated by the difference
of the Challenge score of models B, C, and D in Table 1
compared with the same models in Table 2. The Chal-
lenge score achieved on the Challenge validation data by
model F and G (Table 2), were obtained using a learning
rate scheduler [10]. The PhysioNet/CinC Challenge scores
achieved on the Challenge validation data by model F and
G (Table 2) are more consistent with the PhysioNet/CinC
Challenge score obtained on the development data in Ta-
ble 1 for the same models. In summary, our result indicates
that the models, deployed on the Challenge validation set,
which kept the same training schedule as in the develop-
ment model, seem to avoid overfitting and perform better
on unseen data.

During the model development, we observed that the
Encoder (model B) performed better than the FCN (model
A) on the PhysioNet/CinC Challenge score as seen in Ta-
ble 1. A plain FCN (model A) was not scored on the Chal-
lenge validation set and thus it remains unclear which of a
plain FCN or a plain Encoder perform best on unseen data
like the Challenge validation data.

The Encoder (model B) decreased in performance when
a parallel model for age and gender was added (model
D) during model development (Table 1). However, the
performance increased when the Encoder (model B) was
added a parallel model for age and gender (model D) when
scoring the models on the Challenge validation set (Table
2). Based on the PhysioNet/CinC Challenge score, dur-
ing model development (Table 1), the FCN (model A) im-
proved in performance when adding a parallel model for
age and gender (model C). However, we did not deploy a
plain FCN (model A) to the Challenge validation set and
thus it remains unclear if the FCN + age and gender (model
C) would outperform the FCN (model A) on the Challenge
validation set.

During model development (Table 1), the Encoder +
FCN (model E) and the Encoder + FCN + age, gender
(model G), decreased in performance when adding the
rule-based model (model F and H). However, the Phys-
ioNet/CinC Challenge score, achieved by model F and G
on the Challenge validation set (Table 2), was better than

the PhysioNet/CinC Challenge score achieved by the same
models during model development (Table 1). Our results
indicate that the hybridization of CNN with a rule-based
model could improve the diagnostic classification of ECG,
but further analysis is needed to confirm whether, and to
which extent such implementation improves the perfor-
mance of the proposed CNN models.
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Introduction

Interpretation of 12 lead electrocardiogram (ECG) is mainly done
by doctors and rule-based algorithms. Recent years advances in deep
learning and the growing number of digitally avalilable ECGs has
opened up possibilities for improving automated interpretation using
deep learning. In this study we employed three different deep learning
architectures based on H. Ismail Fawaz et al 2019 for classification
of 27 diagnostic labels in the Physionet Challenge 2020 dataset.cipy
optimization

Method

A Fully convolutional neural network (FCN), a Residual network
(ResNet), an Encoder architecture and a ResNet with separable layers
were implemented with model selection and optimization according
to figure 1. The development data set was split into training and
validation data. The validation data was used for hyperparameter
tuning and model selection. A rule-based algorithm based on derived
ECG parameters were included in in a hybrid model. Finally the
thresholds for each class where optimized individually using Nelder-
Mead simplex algorithm (Nelder, J.A. and Mead, R. 1965).

Figure 1: flow diagram for optimizing
and selecting models

Figure 2: flow diagram for final model

The final model, used for classification of the test set, was trained as
described in figure 2.

Results

Ten different models where trained and validated, of which five were
tested on the test set giving the scores presented in Table 1
Table 1: Validation and test results for all models. The metric used for scoring is
the Physionet Challenge 2020 scoring metrics

Model Rule-based model Val score Test score
ResNet No 0.277 -
FCN No 0.348 -
Encoder No 0.398 0.229
ResNet || DNN No 0.221 -
FCN || DNN No 0.385 0.302
Encoder || DNN No 0.333 0.272
Encoder || FCN No 0.409 -
Encoder || FCN Yes 0.348 0.377
Encoder || FCN || DNN No 0.395 -
Encoder || FCN || DNN Yes 0.338 0.364
ResNet revised No 0.410 -
ResNet sep.conv/conv No 0.451 -

The best performing model was the ResNet with separable layers.
Figure 3 shows the confusion matrix based on the performance on
the validation data using the ResNet with separable layers.

Figure 3: Confusion matrix for all diagnoses classified by the ResNet with
separable convolutional layers

Conclusions

A parallel dense model, with age and gender as input, improved the
performance of the model in 1 out of 3 cases. The implementation
of a rule-based model decreased the performance of the models on
the validation set, but there were better agreement between test and
validation set. Separable convolutional layers in combination with
normal convolutional layers seems to improve the performance of the
ResNet when classifying 12-lead ECGs.

University of Oslo
Department of Physics
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